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RESUMO 

 

A Covid-19 foi identificada em dezembro de 2019 na China, tendo sido registrado o 

primeiro caso em fevereiro de 2020 em São Paulo, Brasil, com a primeira morte em março do 

mesmo ano. Foi realizado um estudo ecológico descritivo a partir de 196.462 casos de interna-

ções e 52.735 óbitos no estado de São Paulo no período de fevereiro de 2020 a janeiro de 2021. 

Os dados aqui utilizados foram retirados da plataforma Sistema de Informação da Vigilância 

Epidemiológica da Gripe (SIVEP-Gripe). Realizou-se o cálculo da letalidade entre os interna-

dos pela doença. Foi investigada a distribuição temporal e espacial da letalidade por Síndrome 

Respiratória Aguda Grave (SRAG) causada pela Covid-19 e, para a observação da distribuição 

espacial, foi proposto o modelo de Regressão Geograficamente Ponderada (GWR) para avaliar 

a associação da letalidade com indicadores socioeconômicos e doenças crônicas associadas aos 

pacientes que foram descritas no banco de dados mencionado. Levamos em consideração as 

doenças crônicas: diabetes, doença renal, pneumopatia e cardiopatia. As análises de tendências 

temporais foram realizadas pela proporção de óbitos e internações, tendo por base o total da 

população internada e óbitos no período, notificados pelo Sistema de Informações Hospitalares 

(SIH SUS). As análises mostraram-se agudas em algumas variantes da Covid-19 no estado de 

São Paulo, evidenciando que, dentre os meses de março a setembro de 2020, a variante predo-

minante foi a B.1.1.28.1 e B.1.1.33, ambas identificadas no Brasil. Já entre novembro e janeiro 

de 2021, foi encontrada a predominância da variante B.11.28.2 e B.11.7. Para as ocorrências 

espaciais, observou-se que fatores como renda e sexo masculino influenciaram no comporta-

mento da letalidade no território; além disso, possuir cardiopatia, diabetes ou pneumopatia foi 

um fator sugestivo para o aumento da letalidade. Por fim, este estudo contribuiu para a descrição 

da dinâmica espaço-temporal da letalidade por SRAG Covid-19 no estado e destacou o efeito 

da vulnerabilidade social diante da pandemia. 

 

Palavras-chave: Covid-19; doenças crônicas; análise espacial; fatores socioeconômicos. 

 

 

 

 

 

 

 



 

 

ABSTRACT 

 

Covid-19 was identified in December 2019 in China, the first case was registered in 

February 2020 in São Paulo, Brazil, with the first death in March of the same year. A descriptive 

ecological study was carried out based on 196,462 cases of hospitalizations and 52,735 deaths 

in the state of São Paulo from February 2020 to January 2021. Lethality was calculated based 

on those hospitalized due to the disease. The temporal and spatial distribution of lethality due 

to Severe Acute Respiratory Syndrome (SARI) caused by Covid-19 was investigated and for 

the observation of the spatial distribution, the Geographically Weighted Regression (GWR) 

model was proposed to assess the association of lethality with socioeconomic indicators and of 

chronic diseases associated with patients that were described in the aforementioned database. 

We take into account chronic diseases: diabetes, kidney disease, lung disease and heart disease. 

Analyzes of temporal trends were carried out by the proportion of deaths and hospitalizations, 

based on the total hospitalized population and deaths in the period, notified by the Hospital 

Information System (SIH SUS). The analyzes detected acute in some variants of Covid-19 in 

the state of São Paulo, showing that between the months of March to September 2020 the pre-

dominant variant was B.1.1.28.1 and B.1.1.33, both identified in the Brazil. In November/Ja-

nuary 2021, we found the predominance of the B.11.28.2 and B.11.7 variants. For spatial oc-

currences, it was observed that factors such as income and male gender influenced the behavior 

of lethality in the territory, in addition, having heart disease, diabetes or lung disease was a 

suggestive factor for the increase in lethality. Finally, this study contributed to the description 

of the space-time dynamics of SARS Covid-19 lethality in the state and highlighted the effect 

of social vulnerability in the face of the pandemic. 

 

Keywords: Covid-19; chronic diseases; spatial analysis; socioeconomic factors. 
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1. INTRODUÇÃO  

 

O espaço é uma categoria analítica onde ocorre o convívio social, onde a vida acontece. 

Presumir o lugar no seu todo é tê-lo como base da reprodução da vida, onde se produz a 

existência social e analisa-lo como a tríade. Este lugar é um espaço construído como resultado 

da vida das pessoas, dos grupos que nele vivem, das formas como trabalham, como produzem, 

como se alimentam e como fazem/usufruem do lazer (CALLAI, 2004). É através deste olhar 

que se entende a individualidade dos lugares, percebendo o cotidiano como natureza, e através 

disto que se identifica os elementos que o tornam global, facilitando a compreensão da 

globalização. Entende-se que não se pode utilizar o termo globalização na intenção de 

generalizar o termo homogeneização, já que além da estrutura social ser única, os ritmos dos 

espaços ou lugares são diferentes, implicando na conectividade com o mundo, sendo alguns 

mais globais que outros. Desta forma, quanto maior a conectividade com o lugar, menor será 

sua individualidade, rompendo a ideia de homogeneização. Sendo assim, pode-se dizer que o 

lugar é o ponto de interseção de múltiplas práticas sócio espaciais (SILVA, 2015).  

Estudos que relacionam doenças em um espaço geográfico tem sido de grande 

importância para o meio científico, pois evidenciam a dinâmica entre os espaços e as 

transformações subsequentes da ocupação humana, repercutindo na incidência ou prevalência 

das doenças. Demonstram também a efetividade ou fracasso das políticas públicas implantadas 

para a contenção da transmissão de doenças. Desta forma, as tecnologias do Sistema de 

Informações Geográficas (SIG) são capazes de auxiliar os Serviços de Vigilância em Saúde, 

com objetivo de promover ações de vigilância, prevenção e controle de doenças transmissíveis. 

Além disso, auxiliam ainda na análise da situação de saúde da população (ANDRADE et al., 

2021).  

Os métodos de análise espacial permitem que os dados de saúde sejam analisados diante 

da variabilidade geográfica em relação aos fatores de risco e as doenças. Suas aplicações 

alternam desde a identificação de cluster espaciais para auxiliar intervenções locais até o 

planejamento e controle da distribuição da doença com possíveis associações ambientais, 

econômicas, demográficas ou culturais. Diante disto, as variáveis podem ser melhor exploradas, 

podendo gerar resultados que proporcionam entendimento do processo da doença no local 

(DUARTE-CUNHA et al., 2016). 

É necessário abordar a vulnerabilidade social acerca do espaço geográfico, que diz 

respeito às diferenças entre condições socioeconômicas e demográficas do lugar onde se vive, 
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com efeito significativo sobre a qualidade de vida e da saúde da população. Essa 

vulnerabilidade afeta de forma significativa a população quanto os acessos a serviços de saúde, 

educação, saneamento básico, água tratada e qualidade de vida (CUNHA, 2011). 

As condições de vida, sendo determinadas pelo acesso a bens e serviços públicos, 

garantia de direitos, informação, emprego e renda e possibilidade de fazer escolhas favoráveis 

à saúde, como a própria alimentação, podem ser causas do aparecimento de doenças crônicas 

não transmissíveis (DCNT), principalmente as doenças cardiovasculares, cânceres, diabetes e 

doenças respiratórias (BRASIL, 2011).  

Os principais fatores de risco comportamentais para o adoecimento por DCNT são: 

tabagismo, consumo de álcool, alimentação não saudável e inatividade física. Estes podem ser 

modificados pela mudança de comportamento e por ações governamentais que regulamentem 

e reduzam, por exemplo, a comercialização, o consumo e a exposição de produtos danosos à 

saúde (BRASIL, 2011). 

Desta forma, em 2011 foi criado o plano de Ações Estratégicas para o Enfrentamento 

das DCNT no Brasil que visa no enfrentamento das doenças crônicas não transmissíveis. Em 

2019 o plano passou por uma restruturação, passando a se chamar plano de Ações Estratégicas 

para o Enfrentamento das Doenças Crônicas e Agravos Não Transmissíveis no Brasil (Plano de 

DANT), apresenta-se como diretriz para a prevenção dos fatores de risco das DANT e para a 

promoção da saúde da população com vistas a dirimir desigualdades em saúde. Cabem em seu 

escopo a criação e o fortalecimento de políticas e programas intersetoriais, a estratégia de 

organização de serviços em rede, a construção de governança de processos, a produção de 

informações direcionadas à tomada de decisão baseada em evidências, o controle social e a 

inovação na gestão, na pesquisa e nos serviços de saúde (BRASIL, 2022). 

Como resposta ao desafio das DCNT, o Ministério da Saúde implementou importantes 

políticas de enfrentamento dessas doenças, com destaque para a Organização da Vigilância de 

DCNT, cujo objetivo é conhecer a distribuição, a magnitude e a tendência das doenças crônicas 

e agravos e seus fatores de risco. A Política Nacional de Promoção da Saúde (PNPS) tem 

priorizado diversas ações no campo da alimentação saudável, atividade física, prevenção do uso 

do tabaco e álcool (BRASIL, 2011). 

Em 2019, as DCNT foram uma das principais causas de óbitos registrados no Brasil, 

sendo de 54,7%. A epidemia de DCNT afeta mais as pessoas de baixa renda, por estarem mais 

expostas aos fatores de risco e por terem menor acesso aos serviços de saúde. Além disso, essas 

doenças criam um círculo vicioso, levando as famílias a maior estado de pobreza (WHO, 2011). 

Existem fortes evidências que correlacionam os determinantes sociais, como educação, 
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ocupação, renda, sexo e etnia, com a prevalência de DCNT e fatores de risco (WHO, 2008). No 

Brasil, os processos de transição demográfica, epidemiológica e nutricional, a urbanização e o 

crescimento econômico e social contribuem para o maior risco da população ao 

desenvolvimento de doenças crônicas. Nesse contexto, grupos étnicos e raciais menos 

privilegiados, como a população indígena e a população negra, quilombola, têm tido 

participação desproporcional nesse aumento verificado na carga de doenças crônicas 

(SCHMIDT et al., 2011). 

Essas situações de vulnerabilidade se tornam ainda mais desiguais em momentos de 

crises sanitárias. Um exemplo recente desse fenômeno de vulnerabilidade pode ser observado 

a partir do final de 2019, onde foi identificado uma circulação de um novo tipo de vírus, os 

primeiros casos foram identificados com uma pneumonia grave, porém de etiologia ainda 

desconhecida. Posteriormente, foi constatado de que se tratava do novo coronavírus (SARS-

CoV-2) (OMS, 2020). 

Entende-se que a transmissão do SARS-CoV-2 ocorre através de contato próximo de 

pessoas ou de gotículas espalhadas através da tosse ou espirro de um indivíduo infectado. Seu 

período de incubação varia entre 1 a 14 dias. Na forma rara da Covid-19, desenvolve-se a 

Síndrome Respiratória Aguda Grave, tema deste trabalho (OMS, 2020).  

Os sintomas mais comuns são: tosse, cansaço, perda de paladar e olfato, dor de garganta 

e dor de cabeça. Alguns indivíduos são assintomáticos, ou seja, não apresentam nenhum 

sintoma, mas embora não tenha nenhum sintoma, podem transmitir o vírus. A mortalidade por 

Covid-19 é significativamente mais elevada dentre indivíduos idosos e portadores de alguma 

doença crônica (OMS, 2020).  

A detecção da Covid-19 se dá através de exame sorológico, RT-PCT (reação em cadeira 

de polimerase) ou testes rápidos realizados com uma pequena incisão na ponta dos dedos (OMS, 

2020).  

A rápida propagação da Covid-19 foi um grande desafio para os sistemas de saúde 

globais, pois questionou a capacidade de resposta eficaz para o enfrentamento da pandemia. 

Hoje, após dois anos de pandemia, podemos compreender que os principais objetivos da 

resposta à infecção contra a Covid-19 são reduzir a morbidade, letalidade e a mortalidade, 

minimizar a transmissão, vacinação em massa e ainda assim, o uso de máscaras faciais e 

isolamento social. 

A letalidade da doença pode se agravar com outros atributos ligados aos hábitos de vida, 

ao contexto sociodemográfico e econômico, além de fatores ligados ao suporte da vida com 

relação à doença (como medicamentos, amparo com terapias de oxigênio, leitos, consultas 
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médicas e com enfermagem, sendo considerado uma intervenção hospitalar ou especializado), 

o que talvez possa ser fundamento para os diferentes comportamentos da Covid-19 e da SRAG 

nos territórios (FIOCRUZ, 2020).  

Logo, temos por objetivo de estudo compreender melhor a letalidade por Covid-19 no 

estado de São Paulo, onde registrou-se o primeiro caso e óbito da doença e o estado mais 

populoso do país, então este trabalho objetiva investigar a letalidade causada pela doença, 

analisando suas distribuições espaciais e temporais, verificar a proporção das doenças crônicas 

não transmissíveis associadas ao óbito. 
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2. REFERENCIAL TEÓRICO 

2.1. HISTÓRIA DA COVID-19 

 

Em dezembro de 2019 a Organização Mundial da Saúde (OMS) foi notificada sobre 

novos casos de pneumonia em Wuhan, localizada na República Popular da China. Logo em 

janeiro de 2020 as autoridades chinesas comprovaram que se tratava de um novo tipo de 

coronavírus que estava em circulação. Os coronavírus são considerados a segunda maior causa 

de resfriado comum e atipicamente ocasiona doenças mais graves em humanos (OPAS, 2020). 

No final de janeiro de 2020 a OMS esclareceu que o surto advindo do novo coronavírus 

constituiu-se como uma Emergência de Saúde Pública de Importância Internacional (ESPII), 

sendo ele o mais elevado alerta em situações de saúde pois trata-se de um evento extraordinário 

e que exige uma resposta internacional imediata e coordenada.  

Em março de 2020 a OMS decretou a Covid-19 como uma pandemia e medidas 

sanitárias começaram a ser implantadas, tal como distanciamento social. Em alguns locais do 

mundo e no Brasil foram deliberadas medidas de lockdown (OPAS, 2020). 

 

2.2. CARACTERÍSTICAS DA DOENÇA 

2.2.1. Agente etiológico 

 

Os coronavírus são um grupo de vírus de genoma de RNA simples, identificados em 

meados de 1960 pela virologista June Hart, em Londres. Pertencem a subfamília Coronavirinae, 

família Coronaviridae. Seu nome deve-se a espículas presentes na superfície do vírus, que lhe 

dá a aparência de uma coroa solar (corona em latim) (BRASIL, 2020). São sete tipos de 

coronavírus humanos (HCoVs), que são: HCoV-229E, HCoV-OC43, HCoV-NL63, HCoV-

HKU1 e SARS-CoV (que causa Síndrome Respiratória Aguda Grave), MERS-COV (que causa 

Síndrome Respiratória do Oriente Médio) sendo o SARS-CoV-2 o mais novo a ser identificado, 

responsável por causar a doença Covid-19 (OPAS, 2021). SARS-Cov (do inglês Severe Acute 

Respiratory Syndrome CoronaVirus-2), agente etiológico da Covid-19 (do inglês COronaVIrus 

Disease 2019). 

Os sintomas mais comuns são semelhantes de um resfriado: tosse seca, cansaço, perda 

de paladar ou olfato, congestão nasal, conjuntivite (vermelhidão nos olhos), dor de garganta, 

dor de cabeça, dores musculares ou articulares, diferentes tipos de erupções cutâneas, náusea 

ou vômito, diarreia, calafrios ou vertigens. Incluem alguns sintomas graves como dispneia, 
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perda de apetite e febre acima de 38°C. Além disso, possui alguns sintomas menos frequentes, 

como: irritabilidade, perda de consciência, ansiedade, depressão, transtornos do sono, 

complicações neurológicas como derrame, inchaço do cérebro e lesões neurais. O tempo de 

início dos sintomas é, em média, de 5 a 6 dias, podendo variar entre 1 à 14 dias (OMS, 2020). 

A transmissão por coronavírus se dá por contato próximo de pessoa a ou gotículas 

espalhadas através da tosse ou espirro de um indivíduo infectado. Para tanto, a única forma de 

nos proteger do vírus é mantendo o isolamento social, fazer uso de máscaras de proteção modelo 

PFF2, lavar as mãos periodicamente e fazer uso de álcool em gel 70% (OMS, 2020). 

Para detecção da Covid-19, o meio mais utilizado é o RT-PCR, que é a reação em cadeia 

da polimerase. Para o teste, são coletadas amostras com swab nasofaringeo (nariz ou garganta). 

Os testes moleculares permitem a confirmação da infecção ativa do vírus. Já os testes rápidos 

detectam a proteína do vírus e são mais baratos e os resultados são mais rápidos, mas sua 

eficácia é menor, por isso funcionam melhor quando o indivíduo está na fase mais infecciosa 

da doença. Não existem tratamentos preventivos para a Covid-19.  (OMS, 2020). 

A mutação viral é um evento natural, especialmente para os vírus que possuem ácido 

ribonucleico (RNA) como seu material genético. A primeira variante do SARS-CoV-2 (spike - 

D614G) foi identificada em 31 de dezembro de 2019. Em dezembro de 2020 detectou-se a cepa 

inglesa – Alpha (B.1.1.7), que é mais contagiosa que a primeira variante. Posteriormente 

constatou-se a cepa da África do Sul - Beta (B.1.351), e a de Manaus - Gamma (P.1). Mais tarde 

identificou-se outra variante Delta (B.1.617.2) em vários outros países (FIOCRUZ, 2021). As 

mutações no genoma do vírus de RNA manifestam-se por meio de três formas dominantes: (a) 

incidência de erros durante a ação de replicação do genoma; (b) recombinação do material 

genético de outros vírus que infectam a mesma célula; e (c) ação através de sistemas de 

modificação de RNA do corpo hospedeiro que é parte da resposta imunológica. As variantes de 

cada vírus surgem quando alguma certa mutação se fixa e é disseminada. Sendo assim, o vírus 

de forma ancestral (original) por ter incontáveis variantes, cada uma pertencente a um grupo 

distinto de mutações. As linhagens são caracterizadas por grupos de variantes que são diferentes 

entre si, mas se organizam em agrupamentos a partir de um vírus ancestral comum (BRASIL, 

2021). É proposto um sistema de classificação em linhagens com base em agrupamentos, onde 

recebem denominações de letras do alfabeto (A, B, C, D, etc), de acordo com o vírus ancestral. 

Desta forma, a medida que ocorrem as diferenciações genéticas alinhas as evidências 

epidemiológicas surge dentro de cada agrupamento as novas linhagens (exemplo: A.1, A.2, B.1, 

B.1.1) (RAMBAULT et al, 2020). 

Percebe-se que a vigilância epidemiológica e o rastreio genômico são extremamente 
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importantes para entender o caminho que o vírus percorre até chegar a determinado local. Nos 

ajuda a entender também os impactos que as mutações virais em relação a transmissibilidade, 

contágio e respostas imunológicas do hospedeiro. Um outro fator importante é que a 

caracterização genômica, como foi feita para a SARS-CoV-2 permite a identificação dos perfis 

da dispersão do vírus no território e as consequências das variantes de preocupação (VOCs, do 

inglês variants of concern) (BRASIL, 2021). 

Desde que se notificou a origem do SARS-CoV-2 até agosto de 2021, foram 

classificados mais de 2,6 milhões de sequências genômicas. A capacidade de monitorar a 

evolução viral impacta em identificar mudanças nos padrões epidemiológicos, alteração de 

virulência e até na eficácia das vacinas (OPAS, 2021). Com isso, foi necessária uma 

classificação das variantes, sendo de preocupação ou interesse. As variantes de interesse 

(Variants of Interest – VOIs) tem alta transmissibilidade ou alterações prejudiciais na 

epidemiologia da Covid-19, aumento da virulência ou alterações nas manifestações clínicas da 

doença, eficácia reduzida das intervenções sociais, de saúde e de diagnósticos, vacinais e 

terapias disponíveis. Já as variáveis de preocupação (Variants of Concern - VOCs) levam a uma 

alteração de características do vírus como transmissibilidade, gravidade da doença causada pelo 

vírus, capacidade de evasão da resposta imune, ferramentas de diagnóstico ou medicamentos. 

Essas variantes fazem com que a transmissão intensiva da infecção entre a população ou ao 

surgimento de muitos clusters de Covid-19, o que é acompanhado por um aumento na 

prevalência relativa e número de casos da doença, ou com outros sinais óbvios de um impacto 

sobre a situação epidemiológica, indicando o surgimento de uma nova fonte de risco à saúde 

pública em todo o mundo. 

 

2.2.1.1. Variantes circulantes no cenário brasileiro e mundial  

 

Foram identificadas mais de 1.536 variantes circulantes no mundo através do 

sequenciamento do genoma viral. Algumas dessas variantes são relacionadas aos aumentos de 

novos casos, severidade da doença e efeitos prejudiciais da eficácia das vacinas disponíveis e 

em desenvolvimento. São identificadas quatro linhagens de preocupação (VOCs), sendo elas: 

Alfa (B.1.1.7), Beta (B.1.351), Gama (P.1) e Delta (B.1.617.2) (BRASIL, 2021). 

No Brasil, foram identificadas cerca de 30 linhagens do SARS-CoV-2 no estado de São 

Paulo. Na medida em que os genomas são sequenciados, é possível identificar uma mudança 

temporal na prevalência de circulação das linhas de SARS-Cov-2 no país. O Brasil realizou 

cerca de 50 mil sequenciamentos gnômicos, e nos períodos observados é possível notar uma 
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linhagem predominante (BRASIL, 2021). 

 

Tabela 1. Variantes designadas como predominantes. 

Variantes de predominantes 

Denominação da OMS Linhagem Pango Identificada no Brasil Identificada em São Paulo 

- B.1.1.33 Março/2020 Março/2020 

Gama P.1 (B.1.1.28.1) Setembro/2020 Março/2020 

Zeta P2 (B.1.1.28.2) Outubro/2020 Novembro/2020 

Alfa B.1.1.7 Setembro/2020 Janeiro/2021 

 

Fonte: BRASIL, 2021. 

 

Gama (variante P1 (B.1.1.28.1) – Variante Brasileira - Manaus)  

A variante Gama (B.1.1.28.1) ou também denominada como variante P1 foi identificada 

em Manaus/Amazonas em 2020 e esteve indetectável nas amostras até novembro de 2020 

(FREITAS et al, 2021; OPAS, 2021). Apenas em dezembro de 2020 ela passou a ser identificada 

em 42% das amostras e em 91% em janeiro de 2021 em Manaus (FARIA et al 2021), o que 

sugere uma transmissão local. Até o mês abril de 2021 essa variante foi registrada em 43 países 

segundo a OMS (WHO, 2021).    

 A variante P1 contém alterações genéticas relevantes do ponto de vista clínico 

epidemiológico (FARIA et al 2021). Essa variante tem mutações relacionadas a maior 

transmissão (N501Y), como as variantes Alfa e Beta, e possui alterações no RBD (domínio 

receptor-obrigatório) da proteína S, E484K e a mutação K417T, que são associadas à evasão 

sobre a resposta imune (DEJNIRATTISAI et al, 2021; TEGALLY et al, 2020; FARIA et al 

2021; WANG et al, 2021). Wang et al (2021) trazem que a variante P.1 é refratária a diversos 

anticorpos monoclonais1, o que faz com que a resistência na neutralização por plasmas 

convalescentes2 e soros de indivíduos vacinados. Logo, a variante P.1 é relativa a maior 

                                                 
1 Anticorpos monoclonais são fármacos de origem biológica responsáveis por combater neoplasias ou doenças 

imunes.  

 

2 Quando ocorre de um indivíduo contrair um vírus (como o coronavírus), o sistema imunológico cria anticorpos 

para poder combate-lo. Podemos encontrar esses anticorpos no plasma sanguíneo e, o plasma com esses anticorpos 

é denominado como plasma convalescente. Por meio da doação de sangue, esse plasma rico em anticorpos pode 
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transmissibilidade e maior risco de reinfecção por coronavírus (FARIA et al 2021; WANG et 

al, 2021). Um estudo comparou dados de pacientes de sete países da Europa identificou que 

para essa variante a necessidade de internação de pacientes infectados foi maior quando 

comparados com outras variantes (FUNK et al, 2021). Outro estudo demonstrou que quando 

ocorreu o surgimento desta variante no estado do Amazonas, houve aumento da mortalidade de 

indivíduos com Covid-19 na faixa etária entre 20 a 50 anos de ambos os sexos. Essas 

observações e dados podem sugerir que a mutação presente na variante P.1 pode estar 

relacionada a alteração da virulência e na patogenicidade do vírus (FREITAS et al, 2021).  

 

Zeta (variante P2 (B.1.1.28.2) – Variante brasileira – Rio de Janeiro) 

A variante Zeta (P.2) foi identificada em outubro de 2020 no Rio de Janeiro, seu 

sequenciamento genômico realizado entre abril e novembro do mesmo ano detectou que sua 

circulação iniciou próximo ao mês de julho, ou seja, perto de quatro meses antes de sua 

identificação (VOLOCH et al, 2021). Dentre os exames realizados, em setembro de 2020 as 

amostras correspondiam a 0,7% dos positivados, já em fevereiro de 2021 correspondiam a 45% 

das amostras sequenciadas. Em quatro meses essa variante foi notificada em 16 países 

(VOLOCH et al, 2021). Nas Américas, foi possível identificar na Argentina, Chile, Estados 

Unidos, México, Ilhas de São Martinho e Venezuela (OPAS, 2021). A P.2 possui uma única 

mutação na proteína S, a mutação E484K no RBD, que é verificada pela alta de interação do 

vírus com o receptor ECA-2 e ao escape de anticorpos neutralizantes contra o SARS-CoV-2 

(FREITAS et al, 2021, VOLOCH et al, 2021, BAUM et al, 2020). 

Entre as mutações no RBD a mais crítica descrita vem a ser a E484K devido a ter maior 

resultado entre as ligações dos anticorpos (GREANEY et al, 2021).  

 

Alfa (variante B.1.1.7 – Variante do Reino Unido)  

A variante Alfa, denominada B.1.1.7, 20B/501Y ou VOC-202012/01 foi detectada em 

setembro de 2020, sendo a linhagem dominante no Reino Unido em dezembro de 2020. No 

mesmo período foi detectada em solo brasileiro. Essa variante manifesta sete mutações na 

proteína S, englobando a mutação N501Y que está ligada a maior combinação do vírus receptor 

ECA-2, (DEJNIRATTISAI et al, 2021; LEUNG et al, 2021; SANTOS e PASSOS 2021) onde 

pode ser fator explicativo para rápida transmissão (LEUNG et al, 2021; SANTOS e PASSOS 

                                                 
ser subtraído de uma pessoa recuperada da doença e, através de transfusão para uma paciente doente, auxilia na 

luta contra o vírus, acelerando o processo de recuperação (FIOCRUZ, 2018). 
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2021). A mutação N501Y demonstra-se pela substituição do aminoácido asparagina pela 

tirosina na posição 501 no domínio de ligação ao receptor (RDB) da proteína S (LEUNG et al, 

2021). Essa mutação fez com que ocorresse sete vezes mais afinidade do vírus receptor ECA-2 

(DENJNIRATISAI et al, 2021). Em um estudo realizado por Supasa et al (2021), avaliou-se a 

capacidade neutralizante da vacina de pacientes contaminados pelo SARS-CoV-2 linhagem 

Wuhan e indivíduos que receberam a vacina Oxford-AstraZeneca e Pfizer contra a variante 

B.1.1.7. Concluiu-se que a variante necessitava de maiores concentrações do soro para poder 

atingir a neutralização. Além da mutação N501Y, a variante B.1.1.7 faz com que ocorra perdas 

de aminoácidos no domínio N-terminar (NTD) da proteína S. Essa característica pode auxiliar 

no escape da resposta imune (SUPASA et al, 2021), reflete, então, na sensibilidade dos 

diagnósticos para a detecção da covid-19, gerando mais resultados falso negativos (SUPASA et 

al, 2021).  

Essa variante B.1.1.7 é apontada como a mais transmissível (LEUNG et al, 2021; 

DAVIES et al, 2021) e a mais letal (CHALLEN et al, 2021; DAVIES et al, 2021) quando 

contrastada com as cepas dominantes que foram registradas no Reino Unido. Um estudo de 

coorte apresentou um risco relativo de morte de 1.64 (IC de 95% 1.32 a 2.04) entre pessoas 

infectadas com a variante B.1.1.7 comparado com outras variantes (CHALLEN et al, 2021). 

Estudos do tipo observacional retrospectivo também evidenciaram um risco aumentado de 

morte (35%) associado a essa variante (DAVIES et al, 2021).  

 

Outras variantes identificadas no Brasil 

Variantes da linhagem B.1.1.33 

Muitas dessas linhagens foram definidas, mas nenhuma delas apresenta mutação rele-

vante ou preocupante na proteína S (RESENDE et al, 2021). Foram identificadas no Brasil duas 

variantes que apontam a variante B.1.1.33 como ancestral (a N9, que apresenta mutação E484K 

(RESENDE et al, 2021; LAMARCA et al; 2021) e a N10, com 14 mutações, incluindo no RBD 

(E484K e V445A) e três deleções no NTD da proteína S (RESENDE et al, 2021). 

De forma resumida, as variantes consistem em maior afinidade de ligação ao receptor 

celular, que está relacionada a maior transmissibilidade que estão presentes nas variantes de 

preocupação; resistência aumentada para os anticorpos neutralizantes que estão presentes nas 

variantes Beta (B.1.351), Gama (P.1) e Delta (B.1.617.2); aumento da virulência encontrada 

principalmente na variante Alfa (B.1.1.7); risco aumentado de reinfecção verificada de forma 

substancial na variante Gama (P.1), Zeta (P.2) e Delta (B.1.617.2). 

Na figura 1 podemos acompanhar a frequência das principais linhagens de SARS-Cov-
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2 dentre o período de fevereiro de 2020 a novembro de 2022. 

 

Figura 1. Frequência das principais linhagens de SARS-CoV-2 por mês de amostragem 

(fevereiro/2020 a novembro/2022) em São Paulo.  

 

Fonte: Rede Genômica – Fiocruz. (http://www.genomahcov.fiocruz.br/frequencia-das-principais-

linhagens-do-sars-cov-2-por-mes-de-amostragem/). 

 

Em decorrência da pandemia de H1N13 em 2009, iniciou-se a vigilância para Síndrome 

Respiratória Aguda Grave (SRAG). Somente em 2012 que a SRAG passou a ser notificada 

compulsoriamente do Sistema de Agravos de Notificação (SINAN), tendo como definição 

casos de síndrome gripal e com dispneia ou saturação de oxigênio abaixo de 95%, ou ainda, 

desconforto ou dificuldade respiratória. Além disso, os sintomas são: dor de garganta, tosse, 

coriza, dor de garganta e apresentar diferença no olfato ou paladar (SILVA et al., 2020). 

A SRAG é uma síndrome respiratória causada por vírus como influenza, parainfluenza 

e adenovírus, que infectam o trato respiratório, podendo progredir gerando algumas 

complicações que aumentam o risco do paciente ser direcionado a uma Unidade de Terapia 

Intensiva (UTI) para uso de ventilação mecânica. A SRAG é uma das complicações provocadas 

                                                 
3 O vírus H1N1 consiste em uma doença causada por uma mutação do vírus da gripe. Os sintomas são semelhantes 

com os da gripe comum e sua transmissão ocorre da mesma forma.  

 Os sintomas da gripe H1N1 são bem parecidos com os da gripe comum e a transmissão também ocorre através de 

contato com secreções de uma pessoa infectada com o vírus.  
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pela Covid-19, também responsável por elevada morbimortalidade (ARAUJO et al., 2020). 

De acordo com a Organização Mundial de Saúde (OMS), a maioria dos pacientes com 

Covid-19 (cerca de 80%) podem se recuperar da doença sem a necessidade de tratamento 

hospitalar, cerca de 15% dos casos podem requerer atendimento hospitalar por apresentarem 

dificuldade respiratória e desses casos aproximadamente 5% podem necessitar de suporte para 

o tratamento de insuficiência respiratória e cuidados intensivos. A SRAG é o principal quadro 

grave causado pela Covid-19, sua notificação depende de diagnóstico clínico e sua notificação 

de testes laboratoriais. Acompanhar os casos de SRAG é importante para observar o quadro 

completo da pandemia de Covid-19 no Brasil (OMS, 2020). 

 

2.3. ASPECTOS EPIDEMIOLÓGICOS DA COVID-19  

 

Em janeiro de 2020 a Organização Mundial da Saúde (OMS) declarou os surtos 

causados pela Covid-19 uma Emergência de Saúde Pública de Importância Internacional 

(OPAS, 2020). 

Dados de março de 2023 (até 9ª semana epidemiológica - 04/03/2023) mostram que no 

mundo são 761.133.377 casos confirmados, 6.902.122 óbitos (WHO, 2022). Na América Latina 

foram confirmados 191.650.260 casos e 2.938.977 óbitos. No Brasil, são 37.085.520 casos 

confirmados, taxa de incidência de 12626,52 por 100 mil habitantes e 699.310 óbitos, sendo a 

taxa de mortalidade de 211,46 por 100 mil habitantes (BRASIL, 2022). No estado de São Paulo, 

são 6.469.442 casos confirmados, 179.039 óbitos, taxa de incidência de 9642,65 por 100.000 

habitantes e taxa de mortalidade de 260,34 por 100.000 habitantes (BRASIL, 2022). 

 

2.4. ANÁLISE ESPACIAL 

 

A análise da distribuição de doenças com relação a seu risco potencial é de grande 

importância para a saúde pública. A área do conhecimento denominada de epidemiologia 

espacial, pode ser dividida em quatro grupos: Mapeamento da doença, para detecção de 

possíveis surtos; Estudos ecológicos, para medir associação com fatores de risco potenciais; 

Estudos de agrupamento da doença, para identificação de áreas de geográficas com elevados 

níveis de risco da doença; e Monitoramento ambiental, para avaliação da distribuição espacial 

dos agravos e sua relação a fatores ambientais e exposição (BAILEY, 2001). 

Em conjunto com a epidemiologia espacial, os Sistemas de Informação Geográfica 
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(SIG) se tornaram ferramentas importantes para o monitoramento e combate a doenças. Como 

exemplo, os SIG auxiliaram na identificação de padrões de risco da ocorrência de malária na 

África (LOZANO-FUENTES, 2008). O georreferenciamento é descrito, por Lima et al. (2004), 

como uma ferramenta para possível conhecimento sociodemográfico, permitindo a elaboração 

de mapas para melhor direcionamento de ações de vigilância e controle de doenças (SILVA, 

2017). Diante disso, a importância da relação saúde-doença dentro da análise espacial se torna 

mais presente, contribuindo para estudos e pesquisas na área da saúde 

(MONDINI&CHIARAVALLOTI-NETO, 2008).  

Esses e diversos outros estudos foram realizados com auxílio da análise espacial, para 

aprimorar seu monitoramento, controle e vigilância das enfermidades que atingem a população, 

que no presente estudo, será com enfoque na ocorrência da Síndrome Respiratória Aguda Grave 

em decorrência da Covid-19. 

 

2.4.1. Análise estatística espacial 

 

A primeira Lei da Geografia escrita por Waldo Tobler em 1979 afirma que “Tudo está 

relacionado a tudo, mas as coisas mais próximas estão mais relacionadas que as coisas mais 

distantes”. Esse fato é a base para a definição da dependência espacial ou autocorrelação 

espacial. A dependência é uma característica inerente a representação dos dados através das 

subdivisões territoriais, ou seja, os dados de uma determinada área pode ser mais parecidos com 

as de seus vizinhos do que com os territórios mais distantes. Necessário ressaltar que o termo 

“vizinho” está baseado no padrão espacial adotado, seja geográfico ou por conectividade 

(CAMARA et al, 2002).   

A análise exploratória de dados espaciais (Exploratory Spatial Data Analysis – ESDA) 

apresenta características espaciais dos dados, aferindo sua dependência espacial (associação 

espacial) e sua heterogeneidade espacial. Essa técnica, então, tem por objetivo descrever as 

distribuições espaciais, encontrar padrões de associação espacial (clusters espaciais), instigar 

regimes espaciais ou outras formas de instabilidade espacial (não estacionariedade), além de 

identificar observações atípicas (outliers). (ANSELIN, 1993). Existem quatro técnicas de 

análise exploratória de dados espaciais: a visualização espacial das distribuições, a visualização 

espacial das associações, os indicadores locais de associação espacial e os indicadores 

multivariados de associação espacial (ANSELIN, 1998). 

O Índice de Moran é a estatística mais difundida e mede a autocorrelação espacial a 

partir de um produto dos desvios em relação à média. Esse índice é uma medida global da 
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autocorrelação espacial, onde indica o grau de associação espacial entre um conjunto de dados 

(CÂMARA et al., 2004). 

 

O Índice de Moran pode ser descrito por:  

 

𝐼 =  
𝑍𝑡  .  𝑊𝑧

𝑍𝑡  .  𝑍
 

 

em que: 

Wz é vetor das médias ponderadas pela distância entre os centroides dos polígonos.  

Z é o vetor dos desvios. 

Z t é o transposto do vetor de desvios.  

 

Para cálculo do Índice de Moran, a matriz W de proximidade é calculada, uma 

ferramenta que descreve o arranjo espacial dos objetos. Trata-se de uma matriz quadrada, com 

n2 elementos, onde n indica o número total de objetos, e cada elemento wij representa uma 

medida de proximidade ou distância entre um polígono i e o polígono j, em que: 

 

wij a distância entre o centroide do polígono que representa o município i e o centroide 

do polígono que representa o município j. 

zi = yi - ӯ = desvio das médias de cada município em relação à média geral.  

ӯ = média dos yi nos n municípios = média dos n municípios yi = média dos municípios 

i. 

 

Para o cálculo dos desvios do vetor Z, é previamente calculada a média (ӯ) dos valores 

dos atributos, considerando os n objetos (neste caso, os contornos dos municípios). Cada 

elemento i de Z, zi é obtido subtraindo-se o valor da média, do valor do atributo correspondente 

(zi = yi – ӯ) (BAILEY; GATRELL, 1995). O vetor de médias ponderadas (Wz) é arranjado pela 

multiplicação do vetor transposto dos desvios (Zt) pela matriz de proximidade espacial (W), 

com linhas normalizadas (BAILEY; GATRELL, 1995). 

No entanto, para o cálculo desta equação, é necessário definir a matriz de vizinhança ou 

de proximidade W. A forma mais utilizada é a matriz por conectividade com os vizinhos de 

primeira ordem e em todas direções. Para isso, é preciso estabelecer critérios onde as matrizes 

ganham pesos W na qual cada elemento 𝑤𝑖𝑗 mede a proximidade ou a vizinhança entre 𝑖 e 𝑗, 

(1) 
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sendo que 𝑖 representa a linha e 𝑗 a coluna da matriz. No critério de contiguidade 𝑤𝑖𝑗 = 1, se os 

polígonos (municípios, regiões) são contíguas (vizinhas), e 𝑤𝑖𝑗 = 0, caso contrário. 

Uma forma que nos permite interpretar o Índice de Moran é acatar a existência de quatro 

quadrantes em um gráfico Wz por Z. Os pontos localizados nos quadrantes Q1 e Q2 (Z  0) 

indicam que o valor atribuído é semelhante ao valor médio do mesmo atributo na sua 

vizinhança. Os pontos localizados no quadrante Q1 nos dizem que o índice é positivo, tanto 

para um dado município quanto para os municípios vizinhos e, no quadrante Q2 nos mostra que 

se trata de um índice negativo. Já para os pontos localizados entre os quadrantes Q3 e Q4 (Z  0) 

indicam que em uma região específica o valor médio é diferente das outras regiões de estudo, 

sendo eles positivos para os vizinhos no quadrante Q4 e valor negativo no quadrante Q3. Logo, 

em casos como este, temos uma indicação de que há uma autocorrelação espacial negativa. 

Regiões localizadas nos quadrantes Q3 e Q4 podem ser vistas como casos extremos, em relação 

à variável considerada, já que o valor do atributo não segue o padrão dos seus vizinhos (DRUCK 

et al., 2004).  

De uma forma geral, o Índice de Moran é uma estatística onde podemos gerar uma 

hipótese nula, sendo ela a independência espacial. Os valores positivos (entre 0 e +1) indicam 

correlação direta e os valores negativos (0 e -1) uma correlação inversa. Para estabelecer sua 

significância estatística, o mais comum é utilizar-se do teste de pseudosignificância, onde são 

geradas diferentes permutações dos valores de atributos associados às regiões de aplicação, 

cada permutação produz um arranjo espacial, onde os valores estão redistribuídos entre as áreas. 

Como apenas um dos arranjos corresponde à situação observada, pode-se construir uma 

distribuição empírica (I). Se o valor de (I) for correspondente a um extremo da distribuição, 

diz-se que se trata de um valor com significância estatística (CÂMARA et al., 2004). 

Métodos globais de autocorrelação espacial objetivam estimar o grau de similaridade 

entre as ponderações que ocorrem próximas umas das outras. Sua aplicabilidade está 

relacionada em garantir que a hipótese de ocorrer uma correlação espacial na disposição da 

distribuição de um evento diante do cálculo do índice de correlação. Logo, os métodos globais 

de autocorrelação espacial têm propósito de mensurar a autocorrelação em todas as regiões 

vizinhas. A autocorrelação entre contagens de casos de uma doença ou proporção de incidência 

representa a associação entre casos respectivos a uma doença ou associada a uma agregação 

espacial de valores semelhantes. (WALLER; GOTWAY, 2004).  

Um indicador local de associação espacial (LISA) é uma estatística que necessita de 

dois requisitos: i. o LISA fornece uma indicação da extensão dos agrupamentos espaciais 

significativos de valores semelhantes em torno de uma observação, e ii. a soma dos LISAs para 
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todas as observações é proporcional a um indicador global de associação espacial (ANSELIN, 

1995). 

Podemos representar o Índice de Moran local (LISA) com a seguinte expressão:  

 

𝐼𝑖 =  
𝑧𝑖 . 𝑤𝑧𝑖

𝜎2
 

 

em que:  

Ii é o índice local para o município i 

Zi é o valor do desvio do município i 

Wzi é o valor médio dos desvios dos municípios vizinhos de i 

σ2 é a variância da distribuição dos valores dos desvios. 

 

A significância estatística do uso do índice de Moran local pode ser mensurada da 

mesma forma como se faz para o Índice de Moran global. Estima-se o Índice de Moran Local 

de forma aleatória o valor das demais áreas, até se obter uma pseudodistribuição onde nos 

possibilita medir os parâmetros de significância. Uma vez determinada a significância 

estatística do Índice local de Moran, é útil gerar um mapa que indique as regiões que apresentam 

correlação local significativamente diferente dentre os dados apresentados. Essas regiões 

podem ser vistas como “bolsões” de não estacionariedade, pois são áreas com dinâmica espacial 

própria e que merecem análise detalhada (QUEIROZ et al., 2009). 

Em resumo, a dependência espacial pode ser investigada de forma global ou de forma 

local, utilizando o Índice de Moran ou Moran local (Local Indicators of Spatial Association – 

LISA). Em análises globais podemos observar o resultado da associação espacial dos dados de 

uma região. Já a local, as estatísticas indicam uma dependência da localidade em relação à 

média de uma vizinhança definida a priori (ANSELIN, 1995). 

 

 

 

 

 

 

 

 

(2) 
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Tabela 2. Resumo dos métodos globais e locais. 

Métodos globais Métodos Locais 

Resumem os dados para toda a região em estudo Desagregam localmente as estatísticas globais 

Geram uma única estatística Geram uma estatística para cada local 

Estatísticas não podem ser mapeadas ou 

analisadas por um Sistema de Informações 

Geográficas 

Estatísticas podem e devem ser mapeadas ou 

analisadas por um Sistema de Informações 

Geográficas 

Ênfase na similaridade no espaço Ênfase nas diferenças no espaço 

Procuram por regularidades ou padrões Procuram por exceções ou regiões em destaque 

 
Fonte: Adaptado de FOTHERINGHAM et al (2002). 

 

O parâmetro de suavização (ou do inglês bandwidth) é um parâmetro que controla a 

variância da função de ponderação e determina a velocidade de decaimento do peso com a 

distância. O parâmetro de suavização pode ser fixo ou variar espacialmente de acordo com a 

disposição dos dados observados (FOTHERINGHAM et al, 2002). As duas principais funções 

de ponderação encontradas na literatura são a função normal ou Gaussiana e a função 

Biquadrada. As fórmulas para ambas as funções são apresentadas a seguir: 

 

Gaussiana: 

 

Biquadrada:  

 

 

A notação dij representa a distância do ponto i para a observação j, d é uma distância 

pré-determinada e b é o parâmetro de suavização (FOTHERINGHAM; BRUNSDON; 

CHARLTON, 2002). 

A primeira função de ponderação, chamada de Kernel Gaussiana, decresce 

continuamente a medida que os pontos se distanciam e o seu parâmetro de suavização é fixo. 

Funções desse tipo são chamadas de Kernel espacial fixas, uma vez que assumem apenas um 

valor para o limite b. Em algumas situações, como quando os dados não estão igualmente 

(3) 

(4) 
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espaçados, é recomendável que o parâmetro de suavização da função de ponderação varie 

espacialmente de acordo com a disposição dos dados observados. Assim, as áreas com menor 

densidade de pontos utilizam uma função kernel com maior parâmetro de suavização, enquanto 

que as áreas mais adensadas empregam um parâmetro de suavização menor. A função 

Biquadrada é um exemplo de função de ponderação que varia espacialmente 

(FOTHERINGHAM; BRUNSDON; CHARLTON, 2002). 

 

Figura 2. Função de ponderação espacial – Kernel. 

 

Fonte: Adaptado de FOTHERINGHAM et al (2002). 

 

Para a definição do valor ótimo para o parâmetro de suavização, uma solução seria 

encontrar o valor b que minimize a soma 𝑧 = ∑ (𝑦𝑖 −  ŷ𝑖
∗ (𝑏))2𝑛

𝑖=1  , em que ŷ𝑖
∗ (𝑏) seria o valor 

estimado pelo modelo com o valor b indicando a suavização da função de ponderação. Porém, 

existe uma limitação, pois para essa forma o valor b ótimo é o valor tal que apenas o próprio 

elemento i permaneça na estimativa dos parâmetros no local i, ou seja, a soma se iguala a zero, 

gerando um modelo com um parâmetro para cada observação (FOTHERINGHAM; 

BRUNSDON; CHARLTON, 2002). Cleveland (1979) propôs uma solução que consiste no uso 

da técnica de validação cruzada, ou do inglês Cross-Validation (CV), em que o valor procurado 

é o que minimiza a soma: 

 

 

Onde ŷ≠𝑖
∗  (𝑏) seria o valor ajustado para o local i, desconsiderando o ponto i na 

estimação. Assim, somente os pontos próximos de i são selecionados. Note que wi.j = 1 se i = j, 

porém, para fins computacionais, quando i e j são coincidentes, deve-se assumir que wi.j = 0 na 

validação cruzada (FOTHERINGHAM; BRUNSDON; CHARLTON, 2002). 

 

(5) 
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Figura 3. Função de ponderação espacial – Kernel adaptativo. 

 

Fonte: Adaptado de FOTHERINGHAM et al (2002). 

 

Em resumo, o estimador de Kernel, é um método simplificado de se obter a estimativa 

de intensidade de um fenômeno por um valor de área (BAILEY e GATRELL, 1995) e definem 

esse método como uma suave estimativa de densidade de amostras com multivariações ou não, 

em uma determinada área. De acordo com Câmara e Carvalho (2004) esta função realiza uma 

contagem de todos os pontos dentro de uma região de influência, ponderando-os pela distância 

de cada um à localização de interesse.  

O estimador de Kernel depende principalmente de dois parâmetros, seu raio de 

influência ou largura de banda e a função de estimação ou interpolação. O raio de influência é 

de extrema importância, podendo resultar em uma superfície muito suavizada, com um raio 

muito grande. A partir desse parâmetro é definido a vizinhança ao redor de um ponto, com isso, 

será estimado a intensidade de Kernel para o determinado fenômeno (CÂMARA, CARVALHO, 

2004), 

O estimador de kernel é uma alternativa viável a métodos mais sofisticados de 

interpolação, pois não requerem a parametrização da estrutura de correlação espacial (como no 

caso da geoestatística). As superfícies interpoladas são suaves e aproximam muitos fenômenos 

naturais e socioeconômicos. As desvantagens destes estimadores são a forte dependência no 

raio de busca e a excessiva suavização da superfície, que pode em alguns casos esconder 

variações locais importantes. Outra forma de definir a largura de banda, é utilizando o kernel 

adaptativo, muito utilizado para áreas com variável que ocorrem de formas diversas na área 

estudada (KAWAMOTO, 2012). 

 

2.4.2. Modelagem espacial 

 

Ao analisarmos dados espaciais, os valores devem ser ajustados levando em 

consideração as proximidades dos pontos. Isto porque, observações espacialmente próximas 
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têm uma tendência maior de serem parecidas do que pontos distantes. Com a inclusão do 

sistema espacial dos dados no modelo supõem-se estimativas mais verdadeiras dos efeitos das 

covariáveis alterando seu valor explicativo. (DUARTE-CUNHA et al., 2016). 

O GWR (Regressão Geograficamente Ponderada) é um método ramificado dos modelos 

de regressão linear, mas que consente a inserção do espaço nas modelagens de dados não 

estacionários, ou seja, podem avaliar sobre como a correlação pode variar no espaço. Usufruir 

do modelo GWR podemos assumir que os coeficientes são funções determinísticas de uma 

variável diferente em sua localização no espaço. Sendo assim, o GWR concilia os pontos 

medidos justificando as observações pelo ponto de distância, proporcionando experimentar a 

variação espacial entre parâmetros e checar se ela tem ou não distribuição aleatória. Utilizar-se 

deste modelo permite que os parâmetros estimados possam ser mapeados, possibilitando avaliar 

as variações locais e, também, testar se a variação espacial ocorre de forma aleatória ou não. 

Existem muitas vantagens acerca desta técnica, uma delas é que incorpora relações espaciais 

locais na estrutura de regressão em uma forma intuitiva e explícita (FOTHERINGHAM; 

BRUNSDON; CHARLTON, 2002; PFEIFFER et al., 2008). Diante disso, podemos ter uma 

visão mais complexa da dependência espacial, levando em conta as relações multivariadas por 

meio do mapeamento dos parâmetros estimados, favorecendo a criação de superfícies sobre a 

área de estudo (DUARTE-CUNHA et al., 2016).   

Dado um modelo de regressão linear, a expressão equivalente para o GWR é dada por:  

 

𝑦𝑖 =   𝛽0(𝑢𝑖, 𝑣𝑖) + ∑ 𝛽𝑘

𝑘

(𝑢𝑖, 𝑣𝑖)𝑥𝑖𝑘 +  𝜀𝑖   

 

Nota-se que a expressão demonstrada acima que os parâmetros do modelo, 

representados pela função 𝛽𝑘(𝑢𝑖, 𝑣𝑖) variam de acordo com os valores de (𝑢𝑖, 𝑣𝑖), que 

representam as coordenadas geográficas (latitude e longitude) do território 𝑖 observado, o 

resultado de um modelo distinto para cada região do estudo (FOTHERINGHAM; 

BRUNSDON; CHARLTON, 2002.  

A Regressão Clássica é um caso especial da Regressão Geograficamente Ponderada, 

ocorre quando não há variação espacial nos parâmetros. Sua forma matricial é dada por:  

 

𝑦 = (𝛽 ⊗ X)1 +  𝜀  

 

 

(6) 

(7) 
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O operador matemático ⊗ denota a multiplicação do elemento por elemento e 𝛽 é 

da forma:  

 

 

Considerando que o tamanho da amostra observada é n e o número de variáveis 

explicativas é k, tem-se que X é a matriz do modelo com dimensão (n×(k + 1)), cuja linha j 

contém a estimativa dos (k + 1) parâmetros para a amostra j (FOTHERINGHAM; 

BRUNSDON; CHARLTON, 2002). 

Podemos estimar os parâmetros do GWR matricialmente:  

 

 

Onde:  

 

 

Sendo que, W (ui; vi) é uma matriz diagonal e diferente para cada ponto i, contendo os 

pesos wij em sua diagonal principal, obtidos através das funções de ponderação ou kernel. No 

modelo GWR, uma observação j é ponderada de acordo com sua proximidade à localidade i, 

sendo que esse peso não se mantém constante para determinada observação, e sim depende da 

localidade i com que está sendo ponderada. Um ponto chave dessa técnica diz respeito à noção 

do “círculo de inclusão” de observações ao redor do ponto i. A questão está relacionada a 

encontrar a melhor dimensão do raio a ser considerada. Outra questão importante está 

relacionada ao peso de cada localidade na estimação no ponto i (FOTHERINGHAM; 

BRUNSDON; CHARLTON, 2002).  

(8) 

(9) 

(10) 
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3. JUSTIFICATIVA 

 

Na atualidade as doenças crônicas não transmissíveis DCNT representam um problema 

de saúde pública de ordem mundial. A OMS apontou que anualmente 38 milhões de pessoas 

são acometidas por alguma doença crônica, correspondendo aproximadamente 68% da 

mortalidade global. Desta forma, em 2019, a OMS classificou como segunda principal 

prioridade em saúde (OMS, 2018). 

Em decorrência desta grandeza das DCNT, em 2015 a Organização das Nações Unidas 

(ONU), através dos Objetivos de Desenvolvimento Sustentável (ODS) foi incluida a meta 3.4, 

essa meta institui reduzir a mortalidade prematura – abaixo dos 70 anos de idade – por DCNT, 

como por exemplo diabetes, doenças cardiovasculares, doenças respiratórias e neoplasias 

através da prevenção e tratamento das DCNT além de promover a saúde mental. Sendo assim, 

é necessário e indispensável que ocorra o monitoramento das doenças crônicas e os óbitos 

decorrentes delas (TEIXEIRA et al., 2021).  

No Brasil e no mundo observamos um elevado risco de infecção por SARS-Cov-2 entre 

grupos de risco que possuem doenças crônicas e com elevada faixa etária, desta  forma é 

fundamental que o estudo dos impactos da pandemia neste recorte da população (OMS, 2020). 

Sabendo a importância das análises espaciais e espaço-temporais nos estudos dirigidos 

a saúde pública para o entendimento dos processos que relacionam as doenças ao longo do 

tempo e espaço vemos que analisar a distribuição das doenças crônicas através da letalidade 

por SRAG por Covid-19, atrelado aos indicadores sociodemográficos do estado de São Paulo, 

é imprescindível compreender o contexto histórico da doença, afim de projetar políticas 

públicas e estratégias de prevenção, controle e promoção da saúde, a fim de reduzir os impactos 

para a população mais vulnerável. Além disso, intensificar no território linhas de cuidado 

dirigidas às doenças crônicas também se faz um passo primordial. Deste modo, este projeto 

busca verificar as correlações entre letalidade por SRAG por Covid-19 atrelado aos indicadores 

sociodemográficos.  
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4. OBJETIVOS 

4.1. OBJETIVO GERAL 

 

Investigar a distribuição temporal e espacial da letalidade de Síndrome Respiratória 

Aguda causada pela SARS-CoV-2 segundo comorbidades associadas ao paciente descritas por 

meio do banco do SIVEP-Gripe, tendo como território o estado de São Paulo durante o período 

de março de 2020 a janeiro de 2021 (10ª semana epidemiológica de 2020 a 5ª semana 

epidemiológica de 2021, correlacionando com os indicadores socioeconômicos e demográficos.  

 

4.2. OBJETIVOS ESPECÍFICOS 

 

 Descrever o perfil epidemiológico através da uma análise exploratória de dados, da le-

talidade da população acometidos por SRAG Covid-19 portadores de comorbidades associadas 

ao paciente no estado de São Paulo; 

 Apresentar a série temporal da letalidade por SRAG Covid-19 em indivíduos portadores 

de doenças crônicas no estado de São Paulo;  

 Verificar o padrão espacial através de mapas coropléticos das letalidades por SRAG por 

Covid-19 e de cada comorbidade associada ao paciente no estado de São Paulo, 

 Verificar possíveis associações entre (IDHM - indicadores socioeconômicos e demográ-

ficos) e letalidade por SRAG Covid-19 da população portadora de doenças crônicas no estado 

de São Paulo durante o período de março de 2020 a janeiro de 2021, gerando o modelo de 

Regressão Geograficamente Ponderado. 
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5. METODOLOGIA 

5.1. ÁREA E POPULAÇÃO DE ESTUDO 

 

O estado de estudo possui 645 municípios, contendo 6 Regiões Metropolitanas, como 

descrito na figura 4, 16 regiões administrativas (Araçatuba, Barretos, Bauru, Campinas, Central 

- engloba as regiões de governo de Araraquara e São Carlos -, Franca, Itapeva, Marília, 

Presidente Prudente, Registro, Ribeirão Preto, Santos, São José do Rio Preto, São José dos 

Campos, São Paulo, Sorocaba) e, 17 Departamentos Regionais de Saúde (Grande São Paulo, 

Araçatuba, Araraquara, Baixada Santista, Barretos, Bauru, Campinas, Franca, Marília, 

Piracicaba, Presidente Prudente, Registro, Ribeirão Preto, São João da Boa Vista, São José do 

Rio Preto, Sorocaba e Taubaté), como mostramos a divisão através da figura 5. O DRS Grande 

São Paulo corresponde a 21.571.281 habitantes, cerca de 46% da população do estado de São 

Paulo (IBGE, 2018).  

 

Figura 4. Mapa dos municípios de São Paulo. 

 

Fonte: Instituto Geográfico e Cartográfico do Estado de São Paulo. 
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Figura 5. Mapa dos Departamentos Regionais de Saúde (DRS), 2012. 

 

Fonte: Ministério Público do Estado de São Paulo. 

 

De acordo com o Instituto Brasileiro de Geografia e Estatística (IBGE), o estado de São 

Paulo em estimativa de 2020, possui 46.289.333 habitantes, e destes, aproximadamente 40 

milhões residem em áreas urbanas. Sua densidade demográfica é de 166.63 habitantes/km², 

sendo considerado o segundo estado brasileiro com melhor Índice de Desenvolvimento 

Humano (IDH), seguido do Distrito Federal (IBGE, 2020).  

O estado de São Paulo possui uma grande heterogeneidade entre os municípios, com 

municípios pequenos como o de Borá com 811 habitantes e, municípios de grande porte como 

a capital paulista com 11.914.851 de habitantes (SEADE, 2022). Tal diferença impacta na 

concentração de alta tecnologia e equipamentos de saúde, por exemplo a quantidade de 

Unidades Básicas de Saúde disponíveis no município. 

 

5.2. DESENHO DE ESTUDO 

 

Trata-se de um estudo ecológico descritivo sobre a letalidade da Síndrome Respiratória 

Aguda Grave em decorrência da Covid-19 no estado de São Paulo com período de estudo de 

março de 2020 a janeiro de 2021, tendo os municípios como unidade de análise. Escolhemos o 

período de estudo até janeiro de 2021 em decorrência ao início da vacinação no estado de São 
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Paulo no dia 17 de janeiro de 2021, que foi primeiramente direcionada aos profissionais de 

saúde que estavam na linha de frente ao tratamento de pacientes com Covid-19 e a população 

indígena.    

 

5.3. ORIGEM DOS DADOS 

 

As fontes de dados aqui elencados serão utilizadas para a obtenção da base de dados 

final para a confecção de mapas, gráficos e tabelas da população para a letalidade de Síndrome 

Respiratória Aguda Grave em decorrência da Covid-19 no estado de São Paulo. Todos os dados 

são de bases secundárias e de acesso público.  

Neste estudo decidimos por utilizar a base de dados fornecida pelo SIVEP-Gripe por 

motivos da quantidade de informações preenchidas e de variáveis disponíveis. Definimos 

também por utilizar as bases disponibilizadas pelo IBGE, desta plataforma utilizaremos dados 

relacionados as variáveis sociodemográficas, como Índices de Desenvolvimento Humano 

Municipais do estado de São Paulo. 

O Sistema de Informação de Vigilância Epidemiológica da Gripe - SIVEP-Gripe, é uma 

plataforma gerida pelo Ministério da Saúde agregado com as Secretarias Estaduais e Municipais 

de Saúde. Os dados sobre SRAG podem ser acessados também pelo openDataSUS, do 

DATASUS também pertencente ao Ministério da Saúde. O DATASUS disponibiliza 

informações a respeito dos indicadores de saúde e pactuações, assistência à saúde, 

epidemiológicos e morbidade, rede assistencial, estatísticas vitais, demográficas e 

socioeconômicas, inquéritos e pesquisas, dados da saúde suplementar (ANS) e recursos do 

SUS. O openDataSUS é uma plataforma de conjunto de dados sobre SRAG de 2009 a 2021, 

Campanha Nacional de Vacinação contra Covid-19, registros de ocupação hospitalar por Covid-

19, distribuição de medicamentos e respiradores, Sistema de Informação sobre Mortalidade 

(SIM), distribuição de anestésicos e bloqueadores musculares, notificação de síndrome gripal e 

Cadastro Nacional de Estabelecimentos de Saúde (CNES) (“SRAG 2021 - Banco de Dados de 

Síndrome Respiratória Aguda Grave - incluindo dados da COVID-19 - Open Data”, 2021.) 

O SIVEP-Gripe é nossa fonte de dados sobre Síndrome Respiratória Aguda que 

utilizaremos nesta pesquisa. Nele captamos algumas variáveis a respeito de doenças crônicas 

que geram fatores de risco a Covid-19 e SRAG.  

Utilizamos também dados do DataSUS, plataforma do Ministério da Saúde, sobre 

Procedimentos Hospitalares do SUS, por local de residência (SIH/SUS). Extrairemos dados a 

nível aglomerado dos municípios por mês de processamento, considerando os conteúdos de 
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óbito e internações. Esses dados serão utilizados para o cálculo de proporções de internações e 

óbitos de SRAG Covid-19 (BRASIL, 2022). 

 

5.4. VARIÁVEIS DE ESTUDO 

 

Para alcançar o propósito desta pesquisa, usaremos a variável Evolução de caso 

pertencente ao banco de dados do SIVEP-Gripe para a construção do indicador de letalidade, 

na qual será considerado como variável resposta deste estudo. Tomaremos como variáveis 

dependentes os fatores socioeconômicos.  

Todas as variáveis foram recategorizadas conforme indica o dicionário de dados sobre 

a ficha de registro individual de casos de Síndrome Respiratória Aguda Grave Hospitalizados, 

excluindo algumas das categorias que não serão estudadas, tais como óbitos que não foram 

notificados como sendo de Covid-19, embora tenha ocorrido SRAG. Utilizamos as variáveis 

que dizem respeito as doenças crônicas, como explicativas, tais quais: cardiopatia, diabetes, 

doença renal pneumopatia. As demais variáveis são relacionadas a dados sociodemográficos 

como: sexo, raça/cor, escolaridade e faixa etária, essa última será recategorizada conforme 

critérios da pirâmide etária.  
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Tabela 3. Variáveis que serão utilizadas na análise de dados desta pesquisa. 

Variáveis Categorias Tipo de variável 

Sexo 
Feminino 

Masculino 
Qualitativa nominal 

Raça/cor 

Branca 

Preta 

Amarela 

Parda 

Indígena 

Qualitativa nominal 

Escolaridade 

Sem escolaridade 

Fundamental 1º ciclo (1º a 5º ano) 

Fundamental 2º ciclo (6º a 9º ano) 

Médio (1º ao 3º ano) 

Superior 

Não se aplica 

Qualitativa ordinal 

Faixa etária 

0 a 9 anos 

10 a 19 anos 

20 a 29 anos 

30 a 39 anos 

40 a 49 anos 

50 a 59 anos 

60 a 69 anos 

70 a 79 anos 

80 anos ou mais 

Qualitativa ordinal 

Cardiopatia 
Sim 

Não 
Qualitativas nominal 

Diabetes 
Sim 

Não 
Qualitativas nominal 

Doença renal 
Sim 

Não 
Qualitativas nominal 

Pneumopatia 
Sim 

Não 
Qualitativas nominal 

Evolução do caso 

Cura 

Óbito 

Óbito por outra causa 

Qualitativas nominal 

Classificação de caso 

SRAG por influenza 

SRAG por outro vírus respiratório 

SRAG por outro agende etiológico 

SRAG não especificado 

SRAG por Covid-19 

Qualitativa nominal 
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A letalidade pela Covid-19 pode ser compreendida entre a razão4 das mortes pela doença 

e o total de casos diagnosticados em um mesmo período (BONITA; KJELLSTROM; 

BEAGLEHOLE, 2010), podendo agravar com os atributos de cada indivíduo, como idade, 

sexo, hábitos de vida, doenças crônicas, unido com a falta de recursos terapêuticos, leitos 

hospitalares ou ventiladores mecânicos. (NORONHA et al., 2020). Somado ao fato da 

vulnerabilidade geográfica, com o impacto das diferenças regionais de acesso a saúde e de 

intervenção hospitalar, favorecendo os diferentes comportamentos da Covid-19 nos territórios 

(JARDIM; BUCKERIDGE, 2020). 

Um aspecto avultado de uma doença infecciosa, em particular a Covid-19, é a sua 

gravidade por poder levar a morte. Logo, poder estimar a taxa de mortalidade auxilia a entender 

a gravidade da doença, identificar riscos e avaliar a qualidade dos cuidados de saúde. Existem 

duas medidas para estimar a proporção de indivíduos infectados que foram a óbito de forma 

fatal. A primeira trata-se da taxa de letalidade por infecção (IFR), que calcula a proporção de 

mortes entre todos os indivíduos infectados. A segunda é o coeficiente de letalidade ou case-

fatality rate (CFR), que estima a proporção de mortes entre os casos confirmados (WHO, 2020). 

Em estágio inicial da pandemia a grande parte das estimativas das taxas de mortalidade 

são com base nos casos notificados por meio de vigilância epidemiológica, o que justifica 

amplas variações do coeficiente de letalidade dentro do mesmo país. No caso da Covid-19, o 

real nível de transmissão é subestimado para uma proporção de pessoas que não são detectadas 

por serem assintomáticas ou que apresentam sintomas leves, que levam a não procurarem por 

serviços de saúde e em consequência, não serem notificadas. Podemos elencar também a 

capacidade de testagem limitada ou restrita, além de casos que são diagnosticados 

incorretamente ou imputado como uma outra doença semelhante. Tal problemática pode 

resultar em um viés de estimativa da mortalidade e letalidade pela Covid-19. As diferenças na 

mortalidade entre grupos de pessoas e países são indicadores substitutos importantes do risco 

relativo de morte que orientam as decisões políticas em relação à alocação de recursos médicos 

escassos durante a pandemia de COVID-19 em curso (WHO, 2020). 

Para atender o objetivo, foi calculada uma taxa de letalidade dos internados por SRAG 

por Covid-19, pela estratificação de cada doença crônica listada. A formula pode ser visualizada 

a seguir:  

 

                                                 
4 𝐿𝑒𝑡𝑎𝑙𝑖𝑑𝑎𝑑𝑒 (%) =  

𝑛ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑚𝑜𝑟𝑡𝑒𝑠 𝑝𝑜𝑟 𝑢𝑚𝑎 𝑑𝑒𝑡𝑒𝑟𝑚𝑖𝑛𝑎𝑑𝑎 𝑑𝑜𝑒𝑛ç𝑎 𝑒𝑚 𝑐𝑒𝑟𝑡𝑜 𝑝𝑒𝑟í𝑜𝑑𝑜 

𝑛ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑑𝑜𝑒𝑛𝑡𝑒𝑠 𝑝𝑜𝑟 𝑑𝑒𝑡𝑒𝑟𝑚𝑖𝑛𝑎𝑑𝑎 𝑑𝑜𝑒𝑛ç𝑎 𝑛𝑜 𝑚𝑒𝑠𝑚𝑜 𝑝𝑒𝑟í𝑜𝑑𝑜
 𝑥 100 

(11) 
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𝐿𝑒𝑡𝑎𝑙𝑖𝑑𝑎𝑑𝑒 𝑆𝑅𝐴𝐺 𝑝𝑜𝑟 𝐶𝑜𝑣𝑖𝑑 − 19 (%) =  
ó𝑏𝑖𝑡𝑜𝑠 𝑝𝑜𝑟 𝑆𝑅𝐴𝐺 𝑑𝑜𝑠 𝑖𝑛𝑡𝑒𝑟𝑛𝑎𝑑𝑜𝑠

𝑐𝑎𝑠𝑜𝑠 𝑑𝑒 𝑖𝑛𝑡𝑒𝑟𝑛𝑎çã𝑜 𝑝𝑜𝑟 𝑆𝑅𝐴𝐺
 𝑥 100 

 

 

5.5. ANÁLISE ESTATÍSTICA 

5.5.1. Análise Exploratória de Dados 

 

A Análise Exploratória de Dados (AED) tem por objetivo examinar os dados para 

aplicação de alguma técnica estatística, então conseguimos um entendimento básico dos dados 

e suas relações entre as variáveis estudadas sem o peso das suposições de um modelo 

probabilístico. Logo, podemos descrever, analisar e interpretar dados de uma população ou 

amostra (BUSSAB; MORETTIN, 2010). 

Uma Análise Exploratória de Dados foi realizada para poder observar o comportamento 

da letalidade da Síndrome Respiratória Aguda Grave em decorrência da Covid-19 no estado de 

São Paulo. Essa informação auxiliará a conhecer o perfil epidemiológico dos eventos nos 

municípios estudados, identificando os agravos e relacionando as doenças crônicas (variáveis 

explicativas). Para descrever as características sociodemográficas, foram confeccionadas 

tabelas com as frequências absolutas e relativas de letalidade para as variáveis categóricas 

qualitativas.   

 

5.5.2. Análise temporal e espacial  

 

Para a análise temporal, foram realizadas séries históricas da letalidade, dos casos de 

internação e óbitos de março de 2020 a janeiro de 2021, mostrando um acumulado dos 

municípios do estado de São Paulo. Desta forma podemos observar e analisar as tendências no 

território.  

Também foram executados mapas com a letalidade por cada município do estado de São 

Paulo. Serão utilizados aplicando diferentes cores para distinguir áreas e os mapas coropléticos 

foram utilizados para indicar uma ordem de valores ou de conceitos. Para esse tipo de mapa, 

seus valores são ordenados usando cores mais claras até escuras ou texturas (MARTINELLI, 

2009). 

Para a investigação de autocorrelação espacial, desenvolvemos uma matriz de 

vizinhança por conectividade. A matriz de vizinhança foi fundamentada nas fronteiras 

terrestres, considerando que os municípios são vizinhos uns dos outros (PFEIFFER et al., 
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2008). Contudo, o estado de São Paulo possui uma ilha (Ilha Bela), onde foi ligada de forma 

manual a São Sebastião. 

 

Figura 6. Matriz de vizinhança por conectividade dos municípios do estado de São Paulo. 

 

Fonte: IBGE. 

 

Foi aplicado o Índice de Moran global e local para investigar dependência espacial entre 

as doenças crônicas e letalidade de SRAG por Covid-19. Foram realizados os cálculos das 

letalidades por SRAG por Covid-19 e proporção de doenças crônicas padronizadas pela 

população de todos os municípios do estado de São Paulo que tiveram óbitos de SRAG por 

Covid-19 durante o período. Dessa forma, para verificar a significância estatística dos possíveis 

aglomerados, os valores obtidos na análise de Moran local serão postos em mapas para o 

desfecho (ANSELIN, 1995).  

 

5.5.3. Modelagem 

5.5.3.1. Uso da Regressão 

 

A Análise de Regressão é usada para avaliar dados e sua extensa utilização resulta na 

equação para apresentar a relação entre uma variável do tipo resposta e de uma variável 

preditoras. A Análise de Regressão pode ser usada para descrever dados, estimar parâmetros, 

previsão e estimativas e controles. Utiliza-se para resumir ou descrever um conjunto de dados 

(BRUCE e BRUCE 2019). 
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A correlação é uma outra forma que se pode aferir como duas variáveis se comportam 

juntas. A disparidade ocorre quando a correlação mede a força, mas não implica causa de uma 

associação entre duas variáveis, a regressão irá quantificar a natureza dos relacionamentos entre 

variáveis, medindo a sua causa (BRUCE e BRUCE, 2019). 

Trazemos essa temática como parte da modelagem, sendo que utilizaremos os modelos 

de regressão para critérios de inclusão ou exclusão das variáveis testadas, e que serão inseridas 

no modelo final aqui apresentado. 

 

5.5.3.2. Modelos de Regressão espacial 

 

Método de Regressão Linear Simples 

A regressão linear modela a ligação entre a magnitude entre duas variáveis (entre X e 

Y). O modelo estatístico de regressão linear simples estima quanto Y alterará quando X mudar 

em quantidade (BRUCE e BRUCE, 2019). O modelo de regressão simples descreve a variável 

Y (variável resposta) com uma soma de uma quantidade determinística e uma quantidade 

aleatória. A parte determinística, uma reta em função de X (variável preditora ou independente), 

representa a informação sobre Y que já poderíamos esperar, apenas com o conhecimento da 

variável X. A parte aleatória, denominada erro, representa os inúmeros fatores que, 

conjuntamente, podem interferir em Y. (CHARNET et al., 2015). Para representar o modelo de 

regressão linear simples, utilizamos a seguinte sentença: 

 

𝑌 =  𝛽0 +  𝛽1 𝑥 +  ϵ 

  

Em que: 

βo (intercepto) 

β1 (declive) os coeficientes da reta,  

ε sendo a variável erro,  

χ um valor específico da variável X 

 

Os valores ajustados, quando denotado como ε (erro) são denotados como Ŷ, temos 

então:  

Ŷ =  �̂�0 +  �̂�1 𝑥 

 

As notações �̂�0 +  �̂�1 mostram que os coeficientes são estimados em comparação aos 

(12) 

(13) 
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conhecidos. Logo, calculamos os resíduos subtraindo os valores previstos dos que foram 

observados originalmente. (CHARNET et al., 2015). 

Os resíduos de um modelo de regressão linear têm conexão com a qualidade do ajuste 

feito, com a confiabilidade dos testes estatísticos sobre os parâmetros do modelo. Assim sendo, 

a análise de resíduos é essencial para examinar a qualidade dos ajustes do modelo que foram 

aplicados, além de podermos avaliar as possíveis violações nas suposições do modelo, tais 

como a de linearidade, normalidade, homocedasticidade, autocorrelação e multicolinearidade 

(CHARNET et al. 2015).  

 

Método de Regressão Linear Múltipla 

Entende-se como Regressão Linear Múltipla quando a variável resposta (Y) tem função 

de duas ou mais variáveis explicativas.  O modelo estatístico de uma Regressão Linear Múltipla 

(DEMÉTRIO; ZOCCHI, 2011) com k variáveis regressoras (X1, X2, ..., Xk) é:  

 

𝑌𝑖  =  𝛽0 +  𝛽1 𝑋𝑖1 + 𝛽2 𝑋𝑖2 + ⋯ + 𝛽𝑘 𝑋𝑖𝑘 + 𝑒𝑖 

 

O parâmetro β0 é a interceptação da regressão plano. Se o intervalo dos dados inclui x1 

= x2 = 0, então β0 é a média de y quando x1 = x2 = 0. Caso contrário, β0 não tem interpretação 

física. O parâmetro β1 indica a mudança esperada na resposta (Y) por mudança de unidade em 

x1 quando x2 é mantido constante. Da mesma forma, β2 mede a mudança esperada em Y por 

mudança unitária em x1 quando x2 é mantido constante (MONTGOMERY; PECK; VINING, 

2012). 

Modelos de regressão linear múltipla são frequentemente usados como modelos 

empíricos ou funções de aproximação. Ou seja, a verdadeira relação funcional entre y e x1, x2, 

..., xk é desconhecido, mas em certos intervalos de variáveis  regressoras, o modelo de 

Regressão Linear é um adequado aproximação da verdadeira função desconhecida 

(MONTGOMERY; PECK; VINING, 2012). 

Há uma larga gama de modelos de regressão espacial. Os modelos de forma geral 

capturam a estrutura espacial através de um único parâmetro que é adicionado ao modelo de 

regressão tradicional. Temos, por exemplo, o modelo espacial auto-regressivo (Spatial Auto 

Regressive - SAR) e modelo do erro espacial (Conditional Auto Regressive - CAR).  

No modelo SAR a autocorrelação espacial ignorada é atribuída à variável dependente 

Y. Considera-se a dependência espacial através da adição, ao modelo de regressão, de um novo 

termo na forma de uma relação espacial para a variável dependente. Já o modelo CAR verifica 

(14) 
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a dependência de primeira ordem ou autocorrelação espacial local para a modelagem. Permite 

analisar fenômenos que ocorrem numa área geográfica imediatamente ao redor do local 

analisado. Para este caso, consideramos que a probabilidade dos valores que foram estimados 

em determinado local é condicionada sobre os valores dos vizinhos (BIVAND et al, 2008). Para 

esse estudo escolhemos o modelo de Regressão Geograficamente Ponderada (GWR). 

 

5.5.3.3. Regressão Geograficamente Ponderada 

 

Neste trabalho, o modelo GWR (Geographically Weighted Regression ou Regressão 

Geograficamente Ponderada) é utilizado para determinar a relação geográfica da letalidade por 

SRAG por Covid-19 com as doenças crônicas durante o período de março de 2020 a janeiro de 

2021. Teremos aqui a variável de desfecho/dependente a letalidade por Covid-19 estratificadas 

pela idade, gênero e raça/cor, e as variáveis exposição/independentes serão os indicadores 

sociodemográficos. Serão ajustados modelos para cada letalidade do Covid-19 alusivo a cada 

doença crônica escolhida para este estudo. Sendo assim, poderemos avaliar se a distribuição 

espacial se dá de forma distinta para cada doença crônica ajustadas pelas variáveis 

sociodemográficas. 

A aplicação do modelo vai auxiliar a identificar se há heterogeneidade geográfica 

presente nas relações entre doenças crônicas. Logo, para compreender melhor como os 

diferentes fatores influenciam a letalidade causada por SRAG em decorrência da Covid-19, a 

distribuição geográfica das mortes será investigada. 

 

5.5.4. Softwares e pacotes utilizados para as análises 

 

Para a análise estatística, séries temporais e mapas foram utilizados o R (R Core Team, 

2022) com auxílio dos pacotes: “ggplot2” (H. Wickham, 2016), “sf” (PEBESMA, 2018), 

“dplyr” (WICKHAM et al, 2022), “geobr” (PEREIRA et al, 2022), “spdep” (BIVAND et al, 

2018), “sp” (PEBESMA e BIVAND, 2005), “plotly” (SIEVERT, 2020) ,“tigris” (WALKER, 

2022), “spgwr” (BIVAND, 2020) e “psych” (REVELLE, 2022). 
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5.6. ASPECTOS ÉTICOS 

 

A pesquisa, de característica ecológica, foi efetuada a partir de dados secundário do 

banco de dados do SIVEP-Gripe do Ministério da Saúde, desta forma o estudo obteve dispensa 

do Comitê de Ética em Pesquisa (CEP Fiocruz) da Escola Nacional de Saúde Pública da 

Fundação Oswaldo Cruz, com intuito de atender as exigências éticas e científicas 

da Resolução nº 466 de 12 de dezembro de 2012 do Conselho Nacional de Saúde. O 

parecer do CEP ENSP Fiocruz encontra-se no Anexo C deste trabalho. 
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6. RESULTADOS 

6.1. ANÁLISE EXPLORATÓRIA DE DADOS 

 

Após a adequação da base de dados disponível no SIVEP-Gripe diante do proposto por 

este trabalho, foi realizado uma análise descritiva afim de organizar, resumir e descrever as 

características que podem ser observadas na população de estudo. As medidas resumo foram 

calculadas para os casos de internação, óbitos e a letalidade os resultados podem ser observados 

na tabela 4.  

Entre março de 2020 a janeiro de 2021 registrou-se 196.462 casos de internação por 

SRAG Covid-19 e 52.735 óbitos em decorrência da doença em pacientes que tinham o local 

(UF) de residência no estado de São Paulo. 
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Tabela 4. Análise descritiva da população e percentual dos internados e de óbitos por SRAG 

Covid-19. 

 

Fonte: SIVEP-Gripe. 

 

 

 

Variáveis Categorias Internação (%) Óbitos (%) 

Sexo 

Feminino 

Masculino 

Missings 

86.584 (44,07) 

109.873 (55,92) 

5 (0,0025) 

22.526 (42,71) 

30.209 (57,28) 

0 (0,00) 

Raça/cor 

Amarela 

Branco 

Indígena 

Parda 

Preta 

Ignorado 

Missings 

2.544 (1,29) 

104.822 (53,35) 

147 (0,07) 

38.555 (19,62) 

9.835 (5,00) 

30.969 (15,76) 

9.590 (4,88) 

776 (1,47) 

29.876 (56,65) 

34 (0,06) 

10.707 (20,30) 

3.052 (5,78) 

6.187 (11,73) 

2.103 (3,98) 

Escolaridade 

Sem escolaridade/Analfabeto 

Fundamental 1º ciclo (1ª a 5ª série) 

Fundamental 2º ciclo (6ª a 9ª série) 

Médio (1º ao 3º ano) 

Superior 

Não se aplica 

Ignorado 

Missings 

3.499 (1,78) 

19.925 (10,14) 

13.592 (6,91) 

25.702 (13,08) 

13.632 (6,93) 

886 (0,45) 

63.887 (32,51) 

55.339 (28,16) 

1.493 (2,83) 

7.483 (14,18) 

4.147 (7,86) 

5.092 (9,65) 

2.009 (3,80) 

32 (0,06) 

17.984 (34,10) 

14.495 (27,48) 

Diabetes 

Sim 

Não 

Ignorado 

Missings 

51.205 (26,06) 

46.722 (23,78) 

1.592 (0,81) 

96.943 (49,34) 

18.291 (34,68) 

15.030 (28,50) 

587 (1,11) 

18.827 (35,70) 

Cardiopatia 

Sim 

Não 

Ignorado 

Missings 

71.229 (36,25) 

34.163 (17,38) 

1.288 (0,65) 

89.782 (45,69) 

25.263 (47,90) 

10.442 (19,80) 

476 (0,90) 

16.554 (31,39) 

Doença renal 

Sim 

Não 

Ignorado 

Missings 

7.511 (3,82) 

73.396 (37,35) 

2.517 (1,28) 

113.039 (57,53) 

3.822 (7,24) 

24.007 (45,52) 

958 (1,81) 

23.948 (45,41) 

Pneumopatia 

Sim 

Não 

Ignorado 

Missings 

7.478 (3,80) 

73.832 (37,58) 

2.588 (1,31) 

112.564 (57,29) 

3.499 (6,63) 

24.272 (46,02) 

987 (1,87) 

23.977 (45,46) 

Idade (média) - 59 anos 69 anos 
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Dentre a população internada sua maioria é do sexo masculino (55,92%), raça/cor 

branca (67,23%), parda e preta (24,73% e 6,30% respectivamente) e, com ensino médio 

concluído (33,27%), depois de fundamental 1º ciclo (25,73%). Temos por média de idade 59 

anos. Notamos que os missings da variável Escolaridade são maiores do que os preenchimentos.  

A população que foi a óbito tem média de 69 anos, maioria masculina (57,28%), raça/cor 

branco (67,22) e parda (24,09) e, escolaridade Fundamental 1º ciclo (1ª a 5ª série) 7.483 

(36,94%) e Ensino Médio (1º ao 3º ano) 5.092 (25,13%). Novamente a variável escolaridade 

possui maior quantitativo de missings.  

Como dito no tópico “Origem dos dados”, a análise temporal, realizamos o cálculo da 

letalidade por SRAG por Covid-19 com auxílio do banco de dados do SIH do Ministério da 

Saúde. 

 

Figura 7. Distribuições da letalidade por SRAG Covid-19 por cada doença crônica no estado 

de São Paulo, março de 2020 a janeiro de 2021.  

 

Fonte: SIVEP-Gripe. 

Olhando para o gráfico de densidade acima, podemos dizer que dentre as letalidades de 

pacientes com SRAG Covid-19 com pneumopatia e doença renal tem probabilidade de valores 

pequenos, sendo a letalidade ser próxima a zero. Existem outras representações concentradas 

próximo a 25 e aumentando novamente entre 75. Notamos que existe uma probabilidade 

crescente mais menor que a primeira curva apresentada. Para a letalidade por SRAG Covid-19 

dentre a população com diabetes e cardiopatia, percebemos que tem sua probabilidade maior 

dentre 25 e 50, muito embora haja uma elevação próximo a zero, porém menor que a primeira 

descrita. Para a construção deste gráfico foi utilizado a letalidade, compreendido entre óbitos e 

internação por cada doença crônica mencionada,  
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6.2. ANÁLISES DAS SÉRIES TEMPORAIS 

 

Na figura 8, encontramos a série temporal da proporção de óbitos e de interações por 

SRAG Covid-19, notamos que ambas linhas se acompanham em momentos que são elevadas 

ou rebaixadas. Percebemos um pico entre os meses de maio e junho de 2020, acompanhando 

por uma queda até o mês de outubro, quando no mês seguinte conseguimos ver um aumento 

dos casos de internação e óbitos e um segundo pico dado no mês de dezembro de 2021. 

 

Figura 8. Análise da tendência temporal mensal da proporção de óbitos e de internações de 

SRAG por Covid-19 e óbitos e internações totais no período, março de 2020 a janeiro de 2021. 

São Paulo. 

 
Fonte: SIVEP-Gripe e Ministério da Saúde - Sistema de Informações Hospitalares do SUS (SIH/SUS) 

 

Analisamos que dentre os meses de março a setembro de 2020 a variante predominante 

foi a B.1.1.28.1 e B.1.1.33, ambas identificadas no Brasil. Já em novembro a janeiro de 2021 

encontramos a predominância da variante B.11.28.2 e B.11.7. 
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Figura 9. Análise da tendência temporal mensal da letalidade de SRAG por Covid-19, março 

de 2020 a janeiro de 2021. São Paulo. 

 

Fonte: SIVEP-Gripe. 

 

As séries temporais aqui demonstradas foram calculadas pela proporção de internados 

com SRAG Covid-19 pelas internações totais no período por local de residência, obtidas através 

do DataSUS do Ministério da Saúde, da plataforma de Produção Hospitalar (SIH/SUS), como 

descrevemos no tópico “Origem dos dados”. Consideramos os internados como sendo a 

população hospitalizada, com classificação final sendo SRAG Covid-19 e com data de 

internação entre 01/03/2020 a 31/01/2021, no banco disponibilizado pelo SIVEP-Gripe, como 

descremos anteriormente. 

Notamos que no período entre março a novembro de 2020 tivemos uma primeira onda 

da letalidade, onde flutuou de 10,06 até 28,94 em outubro de 2020. Em novembro de 2020 

tivemos uma queda significativa, no entanto em dezembro e janeiro de 2021 a letalidade no 

estado de São Paulo sofreu um aumento, passando de 22,41 para 48,21. 

 

6.3. ANÁLISE ESPACIAL 

 

Dentre o período de março de 2020 a janeiro de 2021, podemos observar que municípios 

localizados a sudoeste do estado de São Paulo tiveram maior concentração das letalidades, 

correspondentes a DRS Sorocaba, como podemos observar na figura 10. Temos 12 municípios 

que tiveram a 100% da letalidade por internados com SRAG por Covid-19, sendo eles: Águas 

de Santa Bárbara, Arco-Íris, Bom Sucesso de Itararé, Canitar, Indiaporã, Itapirapuã Paulista, 

Lagoinha, Mesópolis, Motuca, Ribeirão do Sul, Riversul e Salmourão. Todos esses municípios 
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possuem população menor que 6 mil pessoas, segundo o que nos informa o IBGE em censo 

populacional de 2010. Além disso, dentre esses doze municípios, apenas 1 possui uma unidade 

hospitalar (Indiaporã) e outro possuía uma unidade de pronto atendimento (Riversul) segundo 

dados do SEADE atualizados em julho de 2022 (SEADE, 2022).  

 

Figura 10. Distribuição geográfica da letalidade acumulada por SRAG Covid-10 no estado de 

São Paulo no período de março de 2020 a janeiro de 2021. 

 
Fonte: SIVEP-Gripe. 

 

Analisando a figura 10, vemos que dos 645 municípios do estado de São Paulo, 29 deles 

tiveram a letalidade SRAG Covid-19 dentre pacientes com alguma cardiopatia em 100%, 

apenas 88 municípios não obtiveram nenhum óbito. Sua maioria ocorreu na DRS Sorocaba, a 

sudoeste de São Paulo. Temos alguns outros pontos a considerar, como a nor-nordeste de São 

Paulo, na DRS Franca e, a nordeste do estado na DRS São José do Rio Preto com alguns 

municípios com alta letalidade. Para a letalidade por SRAG Covid-19 encontramos um I Moran 

0,1518 e 0,05. 

Olhando para a letalidade por SRAG Covid-19 por pacientes portadores de diabetes, 

novamente sua maioria ocorreu na DRS Sorocaba, com outros pontos que chamam atenção 

próximo ao centro oeste e nordeste do estado de São Paulo (DRS Marília e Bauru) e a 

novamente das DRS de Franca, DRS São José do Rio Preto e DRS Araçatuba. Nos atentamos 

que 47 municípios do estado obtiveram 100% da letalidade por pessoas internadas que foram 

descritas com a doença crônica de diabetes. 



55 

 

 Quando se trata da letalidade por SRAG Covid-19 de pacientes com doenças renais, 

consideramos que a região nordeste de São Paulo teve maior destaque, principalmente entre as 

DRS Ribeirão Preto, DRS São João da Boa Vista, alcançando até a DRS Sorocaba. Somamos 

88 municípios que tiveram letalidade a 100% dos pacientes que foram internados por SRAG 

decorrente da Covid-19 que tinham alguma doença renal descrita. 

No momento em que observamos a decorrência da letalidade por SRAG por Covid-19 

de pacientes com alguma pneumopatia, nos deparamos com 88 municípios com 100% de sua 

letalidade de pacientes internados e 323 municípios onde não houve nenhum óbito, ocorre uma 

discrepância. Ocorre uma distribuição desigual da letalidade pelo estado de São Paulo. 

Não podemos deixar de comentar sobre a alta concentração a sudoeste do estado de São 

Paulo, englobando as DRS Sorocaba e Bauru. 

Nota-se que em diversos momentos falamos da DRS Sorocaba, que conta com uma 

população de 2.479.246 habitantes, 91 hospitais e 29 prontos socorros sendo federais, estaduais, 

municipais ou particulares.  

 

Figura 11. Distribuição geográfica da letalidade por SRAG Covid-19 associada por cada 

doença crônica no estado de São Paulo no período de março de 2020 a janeiro de 2021. 

 

Fonte: SIVEP-Gripe. 

 

O Índice I de Moran para a letalidade por SRAG Covid-19 no estado de São Paulo 

sugere a existência de dependência espacial, (I MORAN 0,1518 e 0,05). Os valores dos índices 

de Moran local para a letalidade por SRAG Covid-19 como nos mostra a figura 10, sugerem 
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alguns clusters espaciais. Esses clusters espaciais ocorrem de forma mais frequente a sudoeste 

de São Paulo, na DRS Sorocaba e a nor-noroeste na DRS São José do Rio Preto (em sua maioria 

com p-valor entre 0,00 e 0,01), como retrata a seguir. 

 

Figura 12. Distribuição geográfica do nível de significância dos indicadores do Moran local da 

letalidade por SRAG Covid-19 por cada doença crônica no estado de São Paulo no período de 

março de 2020 a janeiro de 2021. 

 

Fonte: SIVEP-Gripe. 

 

Percebe-se um cluster que na região Sul, especificamente os municípios de Barão de 

Antonina, Itaporanga, Riversul, Itabera, Itapeva, Taquarivaí, Nova Campina, Bom Sucesso de 

Itararé, Ribeirão Branco, Guapiara, Capão Bonito, Apiaí e Ribeira temos um indicador de 

Moran significamente alto, apontando a existência de uma ocorrência maior da letalidade. 

Notamos outros clusters, como nos municípios de Queluz, Silveiras, Cachoeira Paulista e 

Lorena, com o Moran local baixo, demonstrando a existência de um regime de desigualdade na 

região, sendo o oposto de um Moran local alto.  
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Figura 13. LISA mapa da letalidade por SRAG Covid-19 no estado de São Paulo no período 

de março de 2020 a janeiro de 2021. 

 
Fonte: SIVEP Gripe. 

 

Quando observamos os resultados para o LISA, encontramos um cluster espacial no sul 

de São Paulo altamente significativo entre os municípios de Barão de Antonina, Itaporanga, 

Riversul, Itaberá, Itapeva, Taquarivaí, Capão Bonito, Guapiara, Ribeirão Branco, Nova 

Campina, Bom Sucesso de Itararé, Apiaí e Ribeira, localizados ao Sul de São Paulo. E, um 

segundo cluster espacial entre os municípios de Ourinhos, Santo Grande, Ribeirão do Sul e 

Ibirarema localizados a sudoeste do estado. Um terceiro cluster espacial localizado no norte de 

São Paulo entre os municípios de Santa Albertina, Paranapuã, Populina, Ouroeste e Guarani 

d'Oeste. Isoladamente temos o município de Bananal a oeste do estado.  

 

6.4. MODELAGEM ESTATÍSTICA 

 

Utilizamos deste método para poder designar as variáveis que serão incluídas no modelo 

de Regressão Geograficamente Ponderado (GWR), onde no primeiro momento, na regressão 

simples designamos as variáveis que seguirão para o modelo múltiplo e, por fim, para o modelo 

GWR.  

Durante os processos de modelagem testamos diversos indicadores sociais e de saúde e, 

para compreender melhor a escolha trazemos a tabela 7, que se contra no Anexo. Nela constam 

seus valores de correlação e p-valor, além do ano base da variável. Foi utilizado o teste de 

Spearman. 
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Quando observamos os valores de correlação e p-valor dentre a letalidade por SRAG 

Covid-19, notamos que o IDHM, IDHM Escolaridade, IDHM Longevidade, IDHM Renda e 

IVS são significativos, muito embora a correlação seja fraca. Diferentemente para as variáveis 

(Cobertura de Atenção Primária, Cobertura Estratégia da Família, Hospitais e Pronto Socorros) 

a correlação não foi significativa, onde decidimos por não os levar para o modelo de Regressão 

Linear Simples. 

E, muito embora os p-valores sejam significativos, as variáveis IDHM, IDHM 

Escolaridade, IDHM Longevidade, IDHM Renda, Índice de Vulnerabilidade Social explicam 

mais a variabilidade da letalidade. Como as variáveis IDHM, IDHM Escolaridade, IDHM 

Longevidade e IDHM Renda são altamente correlacionadas foi selecionada apenas uma delas 

para inserir no modelo final, sendo a IDHM Renda que possui o R2 ajustado maior e que explica 

melhor a variabilidade do modelo. 

Aplicamos um modelo de Regressão Linear Simples com as variáveis acima para poder 

observar a relação entre as variáveis. O resultado encontra-se na tabela 5.  

Com o objetivo de encontrar o modelo de regressão que melhor representasse este 

estudo, realizaram-se diversas simulações com transformações nas variáveis independentes, 

buscando uma modelagem que não violasse os pressupostos básicos do modelo de regressão e 

que apresentasse significância nos regressores. Sendo assim, optamos por seguir com as 

variáveis IDHM Renda, proporção da população masculina internada, proporção da internados 

pelas doenças crônicas de cardiopatia, pneumopatia, doença renal e diabetes. 
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Tabela 5. Coeficientes e p-valores dos modelos univariados clássico para a letalidade por 

SRAG Covid-19 em função de cada variável independente, e do modelo multivariado para o 

mesmo desfecho com o efeito das variáveis independentes para o estado de São Paulo. 

IC: Intervalo de Confiança (95 %). 

 

Analisando os efeitos independentes de cada variável podemos observar que o único 

coeficiente que não foi significativo foi a proporção de internados por doença renal. Temos, no 

modelo univariado para letalidade e proporção de internados de doença renal o R2 ajustado de 

0,001, sendo muito baixo e não significativo para o modelo. Desta forma, o modelo múltiplo 

irá conter apenas as variáveis IDHM Renda, proporção população masculina internada, 

proporção internados pelas doenças crônicas de cardiopatia, pneumopatia e diabetes. O modelo 

multivariado apresentando explica 9,97% da variabilidade da letalidade por SRAG por Covid-

19 no estado de São Paulo dentre o período de março de 2020 a janeiro de 2021.  Temos I Moran 

(0,1222) dos resíduos para o modelo múltiplo para o modelo final. 

Sendo assim, optamos por incluir essas variáveis no modelo GWR e o resultado podem 

ser visualizados na tabela abaixo e nas figuras 14, 15 e 16. 

 Modelo univariado Modelo múltiplo 

Variáveis Beta 
IC 

(Beta) 
p-valor 

R2 

ajustado 
Beta 

IC 

(Beta) 
p-valor 

R2 

ajustado 

IDHM  

Renda 
-67.2 -101 – -34 0,001 0.0165 -59.6499 -91.973 – -27.33 0,001 

0.0997 

Proporção da 

população 

masculina 

internada 

18.69 9.9 –28 0,001 0.0247 15.0639 6.397 – 23.73 0,001 

Proporção de 

internados 

por cardiopatia 

16.76 8.9 – 25 0,001 0.0254 0.1466 0.067 – 0.23 0,001 

Proporção de 

internados 

por pneumopatia 

41.140 21 –62 0,001 0.0221 0.3799 0.179 – 0.58 0,001 

Proporção de 

internados 

por doença renal 

6.422 -15 – 27 0.55 -0.001 - - -  

Proporção de 

internados 

por diabetes 

15.98 6.1 – 26 0.0016 0.014 -0.0704 0.029 – 0.23 0.01187  
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Tabela 6. Distribuição dos coeficientes e p-valores do modelo GWR para letalidade por SRAG 

Covid-19 e IDHM Renda. 

Variáveis Mínimo Q1 Mediana Média Q3 Máximo p-valor 

IDHM Renda -68 -65 -63 -63 -62 -60 0,001 

Proporção da população 

masculina internada 
14,8 15,3 16,3 16,1 16,8 17,1 0,001 

Proporção de internados 

por cardiopatia 
0,122 0,127 0,134 0,134 0,140 0,145 0,001 

Proporção de internados 

por pneumopatia 
0,39 0,39 0,39 0,39 0,40 0,40 0,001 

Proporção de internados 

por diabetes 
0,117 0,121 0,127 0,127 0,132 0,137 0.01187 

 

Nas figuras 14,15 e 16 onde é utilizado o modelo GWR, é possível visualizar os efeitos 

de cada variável para o estado de São Paulo. 
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Figura 14. Mapas das distribuições dos coeficientes do modelo GWR para a letalidade por 

SRAG Covid-19 em função das variáveis IDHM Renda e proporção da população masculina 

internada, calculados para os municípios do estado de São Paulo, de março de 2020 a janeiro. 

 
(a) Coeficiente de regressão do IDHM Renda  

 

 
 

 

 
(b) Coeficiente de regressão da proporção do sexo masculino 

 

 
Fonte: IBGE e SIVEP-Gripe. 
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A letalidade por SRAG Covid-19 quando ajustada pelo coeficiente de regressão de 

IDHM Renda (Figura14a) mostrou uma associação negativa para a letalidade por SRAG Covid-

19 no Sul de São Paulo, dentre os DRS Registro, Sorocaba e Bauru. Encontramos clusters 

espaciais significativos (inversas) ao Norte e Leste de São Paulo, dentre os DRS Taubaté, 

Campinas, São João da Boa Vista, Ribeirão Preto, Franca e Barretos. O coeficiente de regressão 

da proporção de internados do sexo masculino (Figura 14b) se mostrou negativa dentre os DRS 

de São José do Rio Preto, Araçatuba e Presidente Prudente. Encontramos um cluster espacial 

significativo, ou seja, positivo, entre o DRS Sorocaba. Ou seja, para regiões onde obteve 

associação positiva, encontra-se maiores letalidades por uma população com menor renda, e 

também para o sexo masculino. Para ambos os mapas apresentados é possível notar uma 

tendência. Sobre o IDHM Renda (Figura 14a), notamos que a maior concentração ocorre ao 

Norte, com decréscimo sentido Sul do estado. Essa tendencia ocorre de forma diferente para a 

proporção do sexo masculino, onde encontramos associação positiva ao Sul e Leste de São 

Paulo e sentido Norte uma associação negativa.  
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Figura 15. Mapas das distribuições dos coeficientes do modelo GWR para a letalidade por 

SRAG Covid-19 em função das variáveis proporção de internados com cardiopatia e de 

pneumopatia, calculados para os municípios do estado de São Paulo, de março de 2020 a 

janeiro. 

 
(a) Coeficiente de regressão da proporção de internados com cardiopatia 

 

 
 

(b) Coeficiente de regressão da proporção de internados com pneumopatia 

 

 
 

 
Fonte: IBGE e SIVEP-Gripe. 
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O coeficiente de regressão de internados por cardiopatia (Figura 15a) se mostrou 

negativa dentre os DRS Bauru, Piracicaba, São João da Boa Vista, Campinas, Sorocaba, Grande 

São Paulo, Taubaté, Registro e Baixada Santistas. Podemos dizer que essa região obteve 

menores letalidades de pacientes associados a comorbidade cardiopatia. No entanto, 

verificamos a existência de um grande cluster espacial significativo dentre os DRS Presidente 

Prudente, Araçatuba, São José do Rio Preto, Barretos, Marília e o outro extremo do DRS Bauru. 

Já para o coeficiente de regressão de internados por pneumopatia (Figura 15b) se mostrou não 

significativa (negativa) dentre os DRS Presidente Prudente, Araçatuba, São José do Rio Preto, 

Barretos e Franca. Para as regiões significativas, encontramos as maiores letalidades de SRAG 

Covid-19 para pacientes com alguma pneumopatia. Para a proporção de internados com 

cardiopatia (Figura 15a) encontramos uma tendência associada e positiva a letalidade ao Norte 

do estado, sendo menor ao Sul. Já para a proporção de internados com pneumopatia, 

encontramos uma tendencia maior ao Sul de São Paulo, com decréscimo para o Norte. 

 

Figura 16. Mapa da distribuição dos coeficientes do modelo GWR para a letalidade por SRAG 

Covid-19 em função da variável proporção de internados com diabetes, calculados para os 

municípios do estado de São Paulo, de março de 2020 a janeiro. 

 
(a) Coeficiente de regressão da proporção de internados com diabetes 

 

 
 

Fonte: IBGE e SIVEP-Gripe. 
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A letalidade por SRAG Covid-19 se mostrou diretamente positiva e significativa quando 

ajustada pela proporção de internados com diabetes entre os DRS de Registro e Sorocaba. 

Encontramos um clustes espacial inversamente associada a esta variável dentre os DRS de 

Marília, Presidente Prudente, Araçatuba, São José do Rio Preto, Barretos e Bauru. Para 

localidades com associação positiva encontramos maiores letalidades por SRAG Covid-19 de 

pacientes com diabetes. Observamos que existe uma tendência de associação positiva ao Sul do 

estado, com baixa ou associação negativa no Norte do estado.  

 

Figura 17. Mapa da distribuição dos R2 ajustados para letalidade por SRAG Covid-19 e IDHM 

Renda calculados para os municípios do estado de São Paulo, de março de 2020 a janeiro de 

2021. 

 
Fonte: IBGE e SIVEP-Gripe. 

 

Sabendo que quanto maior R² ajustado, melhor é a equação de regressão, uma vez que 

implica que a variável independente escolhida para determinar a variável dependente pode 

explicar a variação na variável dependente, podemos dizer que nos municípios a leste e centro 

do estado de São Paulo teve melhor ajuste no modelo. Localizamos outros clusters próximo ao 

DRS Grande São Paulo, com menor qualidade de ajuste do modelo. 
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Figura 18. Mapa da distribuição dos resíduos do modelo GWR para a letalidade por SRAG 

Covid-19 e IDHM Renda calculados para os municípios do estado de São Paulo, de março de 

2020 a janeiro de 2021. 

 

Fonte: IBGE e SIVEP-Gripe. 

 

Os pontos distribuídos aleatoriamente é um indicador favorável à aceitação da hipótese 

de variância constante para o erro. Na figura 18 observa-se que o mapa apresenta distribuição 

dos resíduos sem tendência definida, de forma totalmente aleatória e independentes dentro do 

estado de São Paulo, indicando possível homocedasticidade. No entanto, no sul de São Paulo, 

onde vimos uma letalidade por SRAG Covid-19 alta, tem também resíduos mais alto. 

Encontramos o resultado (Moran Global = 0,1542, p-valor 0,05), sendo uma relação é maior do 

que a apresentada pelos valores da letalidade por SRAG Covid-19, que foi retratado na figura 

10.  
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7. DISCUSSÃO 

 

As pandemias virais costumam mostrar ameaças ao equilíbrio dos sistemas de saúde, ao 

impor-lhes demandas extraordinárias e sustentadas, que podem ultrapassar a capacidade de 

atendimento, no que diz respeito tanto aos insumos e às tecnologias disponíveis, quanto aos 

recursos humanos. Trazem o enorme desafio de equilibrar igualdade entre as pessoas e equidade 

na distribuição de riscos e benefícios entre elas. 

Além disso, temos um fator político de cada município que pode ter influenciado na 

distribuição de casos e óbitos por Covid-19 (ALBUQUERQUE; RIBEIRO, 2021; GAMLIN et 

al., 2021). É sabido que o comportamento diante das adversidades trazidas por uma pandemia 

e sua resposta diante delas possuem muitas vertentes e possibilidades de desfechos da doença 

(HENRIQUES; VASCONCELOS, 2020). O potencial econômico de cada município também 

tem interferência nas medidas para se evitar maiores números de casos e óbitos de uma doença 

(ISMAIL et al., 2021). Devemos levar em consideração a demografia e urbanização de cada 

município, ou seja, a hierarquia urbana, onde os índices socioeconômicos tendem a se 

apresentar de forma diferente e, pensando no fator econômico e na maior alocação de capital 

para a saúde, espera-se que se tenham mais acessos ao SUS e equipamentos de saúde, corpo 

clínico, aparelhos de suporte a vida, medidas farmacológicas, testagem de pacientes, qualidade 

de vida e saneamento básico (ISMAIL et al., 2021). Tais diferenças no contexto políticos pode 

ter relevância na explicação dos desfechos da Covid-19. 

Através dos resultados apresentados, observamos que a pandemia afetou de forma 

diversa os grupos populacionais de acordo com a raça/cor, sexo, idade e escolaridade.   

De acordo com a Pesquisa de Amostra de Domicílios Contínua, do IBGE, o nível de 

desocupação era de 7,4% em 2012 e passou para 13,8% em 2020. O nível de ocupação, com o 

impacto da pandemia de Covid-19 na economia brasileira em 2020, declinou substancialmente 

e registrou, pela primeira vez, nível muito próximo a 50%. Dessa forma, quase a metade da 

população em idade de trabalhar estava desocupada ou fora da força de trabalho em 2020. 

Considerando a categoria dos ocupados notou-se um aumento da participação daqueles com 

vínculo formal de trabalho, de 47,8% em 2019 para 49,6% em 2020. Por outro lado, a população 

ocupada sem carteira de trabalho, que apresentava ganhos de participação nos últimos anos, 

sofreu uma redução, sendo de 20,2% em 2019 e 18,1% em 2020 (IBGE, 2021).  

Tais resultados, em termos relativos, em um ano de crise sanitária, aumento da 

desocupação e queda do PIB, revelam-se contrários ao esperado se comparados com outros 

momentos adversos da economia, quando justamente a participação das ocupações formais 
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tende a cair. Para compreender o fenômeno – aumento da participação do trabalho formal – há 

que se verificar os números absolutos, que indicam redução generalizada do pessoal ocupado 

nas três categorias destacadas (ocupado com vínculo, ocupado sem carteira e trabalhador por 

conta própria), mas sendo mais fortemente percebida na de empregados sem carteira, na 

comparação entre 2019 e 2020. Os resultados mostram o particular efeito da crise de 2020, uma 

vez que, ao contrário de crises anteriores, o trabalho sem carteira e por conta própria não foram 

capazes de absorver a força de trabalho ociosa (IBGE, 2021). 

Se, por um lado, a incorporação de mais trabalhadores ao mercado de trabalho tende a 

ser positiva para a redução de indivíduos vivendo em situação de pobreza, sua diminuição tende 

a produzir o contrário. Pessoas que antes estavam ocupadas passaram para a desocupação ou se 

retiraram da força de trabalho, perdendo os rendimentos correspondentes ao trabalho. Esse seria 

um fator decisivo para o aumento da pobreza e da extrema pobreza em larga escala (IBGE, 

2021). 

Como observamos em dados trazidos na tabela 4 deste estudo, notamos que pessoas 

com menor escolaridade foram mais a óbito em decorrência da SRAG por Covid-19. Sabendo 

que a escolaridade é diretamente proporcional a renda (SALVATO et al, 2010), podemos 

verificar através do resultado do modelo GWR para letalidade e a variável IDHM Renda, que 

a renda se tornou um fator de proteção, logo quanto maior a renda menor a letalidade.  

Em estudo sobre fatores associados ao comportamento da população durante o 

isolamento social, observou-se que os usuários mais pobres só ficaram em casa 11% a mais do 

que antes. Os mais ricos ficaram 20% a mais. Os mais pobres se deslocaram para os bairros 

ricos – o que pode significar que estavam se deslocando a trabalho. Enquanto isso, os ricos 

reduziram em um quarto o número de bairros visitados (BEZERRA et al, 2020). Além disso, 

existem outros fatores que influenciam o contágio da doença pela população mais vulnerável 

como transporte público, super lotação de moradias em áreas urbanas, acesso a saneamento 

básico e medidas protetivas contra a Covid-19 como álcool em gel e máscaras. 

No período do estudo dessa dissertação, observamos que o isolamento social era 

possibilidade para uma parcela da população, sendo iniquidade para a população de menor 

renda e escolaridade, com a impossibilidade diante do tipo de trabalho do modo home office. 

E, além disso, as questões econômicas dessas famílias que dependem da renda direta do trabalho 

para se manter. Logo, podemos dizer que pessoas com menores rendas, que não tinham a 

possibilidade de isolar-se socialmente se colocaram em maiores riscos de contrair a doença e 

também de ir a óbito. Além disso, nos nossos achados, podemos visualizar que o sul de São 

Paulo não teve fator de proteção de renda, ou seja, quanto menor a renda, maior foi a letalidade, 
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sendo municípios agrários, próximo ao Vale do Ribeira.   

Estimativas para o Brasil sugerem que a perda de produtividade no trabalho e a 

diminuição da renda familiar resultantes de apenas três DCNT (diabetes, doença do coração e 

acidente vascular encefálico) levou a uma perda na economia brasileira de US$ 4,18 bilhões 

entre 2006 e 2015 (MALTA et al, 2013). 

O impacto socioeconômico das DCNT está afetando o progresso das Metas de 

Desenvolvimento do Milênio (MDM), que abrangem temas como saúde e determinantes sociais 

(educação e pobreza). Essas metas têm sido afetadas, na maioria dos países, pelo crescimento 

da epidemia de DCNT e seus fatores de risco (WHO, 2011). 

As DCNT são as principais causas de mortes no mundo e têm gerado elevado número 

de mortes prematuras, perda de qualidade de vida com alto grau de limitação nas atividades de 

trabalho e de lazer, além de impactos econômicos para as famílias, comunidades e a sociedade 

em geral, agravando as iniquidades e aumentando a pobreza (BRASIL, 2011). 

Apesar do rápido crescimento das DCNT, seu impacto pode ser revertido por meio de 

intervenções amplas e custo efetivas de promoção de saúde para redução de seus fatores de 

risco, além de melhoria da atenção à saúde, detecção precoce e tratamento oportuno (BRASIL, 

2011). 

Das 57 milhões de mortes no mundo em 2008, 36 milhões, ou 63%, foram em razão das 

DCNT, com destaque para as doenças do aparelho circulatório, diabetes, câncer e doença 

respiratória crônica (ALWAN et al., 2010). Cerca de 80% das mortes por DCNT ocorrem em 

países de baixa ou média renda, onde 29% são de pessoas com menos de 60 anos (BRASIL, 

2011).  

Dentre os achados percebemos que existe uma tendência da letalidade semelhante dentre 

pneumopatia e diabetes, sendo localizados mais ao Sul de São Paulo. Já para cardiopatia temos 

maior localidade ao Norte do estado. 

Nos países de renda alta, apenas 13% são mortes precoces (WHO, 2011). Como nos 

outros países, no Brasil, as doenças crônicas não transmissíveis também se constituem como o 

problema de saúde de maior magnitude. São responsáveis por 72% das causas de mortes, com 

destaque para doenças do aparelho circulatório (31,3%), câncer (16,3%), diabetes (5,2%) e 

doença respiratória crônica (5,8%), e atingem indivíduos de todas as camadas socioeconômicas 

e, de forma mais intensa, aqueles pertencentes a grupos vulneráveis, como os idosos e os de 

baixa escolaridade e renda (BRASIL, 2011). 

Os principais fatores de risco para DCNT são o tabaco, a alimentação não saudável, a 

inatividade física e o consumo nocivo de álcool, responsáveis, em grande parte, pela epidemia 
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de sobrepeso e obesidade, pela elevada prevalência de hipertensão arterial e pelo colesterol alto 

(MALTA et al., 2013). 

Os níveis de atividade física no lazer na população adulta são baixos (15%) e apenas 

18,2% consomem cinco porções de frutas e hortaliças em cinco ou mais dias por semana. 34% 

consomem alimentos com elevado teor de gordura e 28% consomem refrigerantes cinco ou 

mais dias por semana, o que contribui para o aumento da prevalência de excesso de peso e 

obesidade, que atingem 48% e 14% dos adultos, respectivamente (BRASIL, 2011). 

No Brasil, mesmo com a existência do Sistema Único de Saúde (SUS), gratuito e 

universal, o custo individual de uma doença crônica ainda é bastante alto, em função dos custos 

agregados, o que contribui para o empobrecimento das famílias (BRASIL,2011). 

Além disso, os custos diretos das DCNT para o sistema de saúde representam impacto 

crescente. No Brasil, as DCNT estão entre as principais causas de internações hospitalares. 

Recente análise do Banco Econômico Mundial estima que países como Brasil, China, Índia e 

Rússia perdem, anualmente, mais de 20 milhões de anos produtivos de vida devido às DCNT 

(WORLD ECONOMIC FORUM, 2008). 

Expansão da atenção farmacêutica e da distribuição gratuita de 11 medicamentos para 

hipertensão e diabetes. Em março de 2011, o programa Farmácia Popular passou a ofertar 

medicamentos gratuitos para hipertensão e diabetes em mais de 17.500 farmácias privadas 

credenciadas. Essa medida ampliou o acesso e foram atendidos, até julho de 2011, 2,1 milhões 

de hipertensos e 788 mil diabéticos, representando um aumento de 194%, comparado com 

janeiro do mesmo ano (BRASIL, 2011). 

A necessidade da utilização dos serviços de saúde, a nível do indivíduo, encontra-se 

associada, principalmente, às características biológicas, demográficas, socioeconômicas, tais 

como, carga genética, idade, sexo, renda, escolaridade, hábitos de vida e de consumo. Essas 

características são importantes, por terem efeito tanto sobre o perfil epidemiológico e de 

necessidade, como sobre as preferências, decisões e capacidades dos indivíduos para buscar 

serviços de saúde. De acordo com ANDERSEN (1968), citado por SAWYER et al. (2002), 

além da necessidade, existem fatores de capacitação e predisposição, ligados diretamente às 

condições socioeconômicas e características demográficas dos indivíduos, que determinam o 

uso efetivo de serviços de saúde. Os fatores de capacitação referem-se às características 

socioeconômicas e familiares, que influenciam a capacidade do indivíduo para procurar 

cuidado médico-hospitalar. Os fatores de predisposição são aqueles que aumentam a propensão 

à necessidade e que, por isso, influenciam as chances de uso de serviços de saúde. 

A relação do sexo com o uso de assistência à saúde decorre de fatores que influenciam 
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na necessidade, na predisposição e na decisão de busca por atendimento médico. Homens e 

mulheres apresentam, principalmente, características biológicas, fatores de exposição ao risco 

de adoecimento e funções socioculturais diferenciadas. As diferenças biológicas podem 

explicar variação na resistência e incidência de determinadas doenças, entre homens e mulheres. 

A exposição ao risco de adoecimento, sobretudo decorrente do tipo de trabalho, dos hábitos de 

vida e de consumo, também tem sido destacada como uma das causas das diferenças por sexo 

na utilização de serviços de saúde. As relações entre sexo explicam a variação na percepção da 

saúde e na decisão de busca pelos serviços ambulatoriais e hospitalares, tendo em vista os papéis 

socioculturais exercidos por homens e mulheres (VERBRUGGE, 1989; SASSI & BÉRIA, 

2001; AQUINO et al., 1992; PINTO & SORANZ, 2004). 

Os padrões de utilização também variam entre sexos. As mulheres exibem maior 

morbidade e maiores níveis de utilização, em praticamente todas as faixas etárias, em relação 

aos homens. As probabilidades de ter consulta médica, tanto com generalista quanto com 

especialista, em determinado período, são significativamente maiores para a população 

feminina (AQUINO et al., 1992; SASSI & BÉRIA, 2001; GREEN & POPE, 1999; ALBERTS 

et al., 1997). 

No entanto, o diferencial por sexo pode variar em função do tipo de serviço usado. As 

mulheres utilizam mais os serviços ambulatoriais e preventivos, enquanto os homens tendem a 

usar mais os serviços curativos. Alguns estudos apontam que a população masculina possui 

taxas de internação maiores, nas idades adultas avançadas e maior tempo de permanência por 

internação (VERBRUGGE, 1989; NCHS, 1996, citado por PINHEIRO et al., 2002). De acordo 

com NUNES (1999), as mulheres são mais avessas ao risco e, por esse motivo, utilizam mais 

ações preventivas de saúde, enquanto os homens usam mais intensamente os serviços curativos. 

Estudos norte-americanos revelam que os homens sofrem mais doenças crônicas fatais 

(doença isquêmica do coração, aterosclerose, enfisema, câncer, acidente vascular cerebral, 

cirrose, problemas de rins), e referem mais restrição de atividade e incapacidade de longa 

duração devido a problemas crônicos de saúde (VERBRUGGE, 1989; BIRD & RIEKER, 

1999). As mulheres apresentam mais frequentemente doenças de curta duração, sintomas 

habituais, doenças agudas e transitórias (infecções das vias respiratórias superiores, 

gastroenterite e doenças infecciosas de curta duração) e doenças crônicas não fatais (artrite, 

sinusite crônica, problemas digestivos, anemia, problemas de tireoide ou vesícula, enxaqueca, 

colite e eczema) (BIRD & RIEKER, 1999). 

Dessa forma, podemos perceber através dos nossos resultados que ser do sexo masculino 

é fator de risco dentre a população, seja por acesso a saúde, frequência no cuidado, fatores 
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genéticos ou sociodemográficos e econômicos. Vimos que pessoas do sexo masculino foram 

maioria na internação e nos óbitos por SRAG Covid-19, impactando a alta letalidade. 

Através dos nossos resultados, pudemos observar que a população masculina foi na sua 

maioria internada e também a óbito, o que a questão de cuidado e assistência à saúde, como 

mencionamos anteriormente, passa a ser um fator de risco para essa população. 

Este estudo possui algumas limitações e trazemos alguns pontos para discussão. Uma 

limitação deste estudo é dada pelo viés de preenchimento das fichas de notificação e, por sua 

vez, a sua digitação no sistema do SIVEP-Gripe. Vimos através da tabela 4 que a quantidade de 

missings de algumas variáveis são altos, a que se origina por esse viés.   

Temos por limitação a hospitalização, que pode ser influenciada por características 

individuais, como a idade paciente ou possuir alguma doença crônica. Fizemos a inclusão de 

pacientes internados por SRAG Covid-19 sem a inclusão de possuir alguma doença crônica, 

levando em consideração a classificação do caso.  
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8. CONSIDERAÇÕES FINAIS 

 

Este estudo apresentou a descrição da letalidade por Síndrome Respiratória Aguda 

Grave causada pela Covid-19 no estado de São Paulo, onde ocorreu o primeiro caso e óbito pela 

doença, utilizando dados de notificação compulsória nacional. Observar o padrão dos casos, 

óbitos e da letalidade por SRAG Covid-19 possibilitou compreender os fatores que interferiram 

na primeira onda de óbitos.  

Através da aplicação do modelo espacial, foi possível avaliar como características 

socioeconômicas de cada região do estado de São Paulo influenciaram na letalidade por SRAG 

Covid-19, na letalidade associada a pneumopatia, diabetes e cardiopatia. Observamos que a 

desigualdade de renda, raça/cor, sexo, escolaridade no território se mostrou como ponto 

determinante para que a letalidade fosse maior em determinadas regiões. 

A desigualdade social encontrada no Brasil é um terreno fértil para a disseminação da 

Covid-19, dificultando o isolamento social, restringindo acesso a insumos básicos para higiene 

e proteção, e dificultando a própria assistência aos serviços de Saúde.  

Por fim, podemos entender que, no aparecimento de novas epidemias um dos pontos 

centrais é a vulnerabilidade da população. Na falta de acesso água tratada, alimentação 

saudável, moradia digna. Não podemos deixar de citar o sucateamento do Sistema Único de 

Saúde, sendo um alvo de destruição da maior política pública no mundo, principalmente no que 

se diz respeito ao que vivemos nos últimos anos, com imensos cortes de verba da saúde, e 

também da educação. É preciso um fortalecimento da saúde pública brasileira, do SUS, da 

educação, na ciência, provendo os direitos básicos do cidadão e, relembrando o que diz a 

Constituição Federal de 1988 como dever do Estado  
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ANEXO A – VARIANETES DE PREOCUPAÇÃO E DE INTERESSE 
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ANEXO B – CORRELAÇÃO DE SPEARMAN 

 

Tabela 7. Correlações da letalidade por SRAG por Covid-19 com os indicadores sociais do 

estado de São Paulo. 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: IBGE e SEADE. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Variável Ano base de calculo Valor da correlação p-valor 

IDHM 2010 -0,09 0,03 

IDHM Escolaridade 2010 -0,09 0,02 

IDHM Longevidade 2010 -0,08 0,04 

IDHM Renda 2010 -0,08 0,04 

Índice de Vulnerabilidade Social 2010 0,08 0,04 

Cobertura de Atenção Básica 2020 0,00 0,96 

Estratégia Saúde da Família 2020 0,06 0,16 

Hospitais 2022 0,02 0,63 

Pronto Socorro 2022 0,04 0,33 



84 

 

ANEXO C – DICIONÁRIO DE DADOS 

 

Dicionário de dados 

Ficha de registro individual – casos de Síndrome Respiratória Aguda Grave hospitalizados, 

Ministério da Saúde.  
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ANEXO D – PARECER DE DISPENSA CEP ENSP 

Parecer de dispensa de Análise Ética nº 04/2022 

 


